
PERBANDINGAN METODE PEMBOBOTAN TF-IDF DENGAN 

TF-RF DALAM ANALISIS SENTIMEN KENAIKAN HARGA 

TIKET KONSER PASCA PANDEMI COVID-19 DI INDONESIA 

BERBASIS ALGORITMA NAÏVE BAYES 

 

SKRIPSI 

Diajukan untuk Memenuhi Sebagian Syarat Guna Memperoleh  

Gelar Sarjana Strata Satu (S.1)  

Dalam Ilmu Teknologi Informasi 

 

 

 

 

 

 

 

Oleh : 

MUHAMMAD AMIRUL SYACHRUDIN 

NIM : 1908096040 

 

PROGRAM STUDI TEKNOLOGI INFORMASI 

FAKULTAS SAINS DAN TEKNOLOGI 

UNIVERSITAS ISLAM NEGERI WALISONGO SEMARANG 

2024 



ii 
 

 

 



 

iii 
 

PERNYATAAN KEASLIAN 
 

Yang bertandatangan dibawah ini : 

Nama  : Muhammad Amirul Syachrudin 

NIM  : 1908096040 

Jurusan  : Teknologi Informasi 

Menyatakan bahwa skripsi yang berjudul : 

 

Perbandingan Metode Pembobotan TF-IDF dengan TF-RF 
dalam Analisis Sentimen Kenaikan Harga Tiket Konser 

Pasca Pandemi Covid-19 di Indonesia berbasis Algoritma 
Naïve Bayes 

 

Secara keseluruhan adalah hasil penelitian / karya saya 

sendiri, kecuali pada bagian tertentu yang dirujuk sumbernya 

  

Semarang, 8 Mei 2024 

Pembuat Pernyataan, 

 

 

 

 

 

Muhammad Amirul S 

NIM : 1908096040 



iv 
 

  



KEMENTRIAN AGAMA REPUBLIK INDONESIA  
UNIVERSITAS ISLAM NEGERI WALISONGO SEMARANG 

FAKULTAS SAINS DAN TEKNOLOGI  
Jl.Prof.Dr.Hamka Km.1 Semarang Telp. 024 76433366 Semarang 50185  

E-mail: fst@walisongo.ac.id. Web : http://fst.walisongo.ac.id  

 

v 
 

PENGESAHAN 

Naskah skripsi berikut ini:  
Judul : Perbandingan Metode Pembobotan TF-IDF dengan TF-RF 

dalam Analisis Sentimen Kenaikan Harga Tiket Konser 
Pasca Pandemi Covid-19 di Indonesia berbasis Algoritma 
Naïve Bayes 

Penulis : Muhammad Amirul Syachrudin 
NIM  : 1908096040 
Jurusan  : Teknologi Informasi 

Telah diujikan dalam sidang tugas akhir oleh Dewan Penguji Fakultas 
Sains dan Teknologi UIN Walisongo dan dapat diterima sebagai salah 
satu syarat memperoleh gelar sarjana dalam Teknologi Informasi.  

Semarang, 24 Juni 2024 

DEWAN PENGUJI 

Penguji I, 
 
 
 

Nur Cahyo Hendro W., S.T., M.Kom 
NIP.197312222006041001 

Penguji II, 
 
 
 

Dr. Khothibul Umam, S.T., M.Kom 
NIP. 197908272011011007 

  

Penguji III, 
 
 
 

Dr. Masy Ari Ulinuha, M.T  
NIP. 198108122011011007 

Penguji IV, 
 
 
 

Mokhamad Iklil M., M.Kom 
NIP. 198808072019031010 

  

Pembimbing I, 
 
 
 

Dr. Khothibul Umam, S.T., M.Kom 
NIP. 197908272011011007 

Pembimbing II, 
 
 
 

Adzhal Arwani Mahfudh, M.Kom 
NIP.199107032019031006 

http://fst.walisongo.ac.id/
http://fst.walisongo.ac.id/
http://fst.walisongo.ac.id/


vi 
 

 

  



 
 

vii 
 

NOTA PEMBIMBING 
 

 

Semarang, 8 Mei 2024 

Yth. Ketua Program Studi Teknologi Informasi 

Fakultas Sains dan Teknologi 

UIN Walisongo Semarang 

 

Assalamualaikum wr. wb. 

 

Dengan ini diberitahukan bahwa saya telah melakukan 
bimbingan, arahan dan koreksi naskah skripsi dengan : 

 

Judul : Perbandingan Metode Pembobotan TF-IDF dengan TF-
RF dalam Analisis Sentimen Kenaikan Harga Tiket 
Konser Pasca Pandemi Covid-19 di Indonesia 
berbasis Algoritma Naïve Bayes 

Penulis : Muhammad Amirul Syachrudin 
NIM : 1908096040 
Jurusan : Teknologi Informasi 
 
Saya memandang bahwa naskah skripsi tersebut sudah dapat 
diajukan kepada Fakultas Sains dan Teknologi UIN Walisongo 
untuk diajukan dalam Sidang Munaqasyah. 

 

Wassalamualaikum wr. wb. 

 

  Pembimbing I. 

 

 

 

 

Dr. Khothibul Umam., S.T., M.Kom. 
NIP. 197908272011011007 



viii 
 

  



ix 
 

NOTA PEMBIMBING 

 
Semarang, 8 Mei 2024 

Yth. Ketua Program Studi Teknologi Informasi 

Fakultas Sains dan Teknologi 

UIN Walisongo Semarang 

 

Assalamualaikum wr. wb. 

 

Dengan ini diberitahukan bahwa saya telah melakukan 
bimbingan, arahan dan koreksi naskah skripsi dengan : 

 

Judul : Perbandingan Metode Pembobotan TF-IDF dengan TF-
RF dalam Analisis Sentimen Kenaikan Harga Tiket 
Konser Pasca Pandemi Covid-19 di Indonesia 
berbasis Algoritma Naïve Bayes 

Penulis : Muhammad Amirul Syachrudin 
NIM : 1908096040 
Jurusan : Teknologi Informasi 
 
Saya memandang bahwa naskah skripsi tersebut sudah dapat 
diajukan kepada Fakultas Sains dan Teknologi UIN Walisongo 
untuk diajukan dalam Sidang Munaqasyah. 

 

Wassalamualaikum wr. wb

Pembimbing II. 

 

 

 

 

Adzhal Arwani Mahfudh, M.Kom. 
NIP.199107032019031006 



 
 

x 
 

  



 

xi 
 

LEMBAR PERSEMBAHAN 
 

Alhamdulillahi Rabbil Aalamin, puji serta syukur saya 
panjatkan kepada Allah SWT. Terimakasih atas karunia-Nya 
yang telah memberikan kemudahan dan kelancaran sehingga 
skripsi ini dapat terselesaikan dengan baik.  

Skripsi ini saya persembahkan untuk diri saya sendiri 
yang telah berjuang dan berusaha selama ini. Terimakasih atas 
kerja kerasnya untuk tetap teguh dan tidak menyerah 
meskipun telah diguncang oleh berbagai masalah. Mari kita 
tetap berdoa dan berusaha menjadi pribadi yang lebih baik 
serta jangan menyerah untuk kedepannya. 

Halaman persembahan ini juga ditujukan sebagai 
ungkapan terima kasih kepada kedua orang tua dan keluarga 
saya yang telah mendoakan dan memberikan dukungan penuh 
selama perjuangan menempuh pendidikan hingga selesai. 
Semoga selalu diberikan kesehatan, kebahagiaan, dan panjang 
umur.  

Terimakasih juga saya ucapkan kepada segenap dosen 
Prodi Teknologi Informasi, teman-teman Teknologi Informasi 
Angkatan 2019, dan teman-teman UKM Musik yang telah 
mewarnai kehidupan saya sebagai mahasiswa di UIN 
Walisongo Semarang.  

Terimakasih banyak untuk semua pihak yang tidak 
dapat disebutkan satu persatu atas dukungan dan bantuannya 
kepada saya baik secara langsung maupun tidak langsung. 

 
  



 
 

xii 
 

  



 

xiii 
 

MOTTO 
 

“Janganlah takut untuk menjadi sesuatu yang berbeda dari 

yang lainnya, karena sesungguhnya dunia ini dapat menjadi 

lebih indah karena adanya perbedaan.” 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



xiv 
 

  



 

xv 
 

ABSTRAK 
 

Dalam era pasca pandemi Covid-19, industri musik di 
Indonesia merupakan salah satu sektor yang sangat 
terpengaruh oleh pandemi. Salah satu dampak yang muncul 
adalah kenaikan harga tiket konser yang signifikan dan 
menimbulkan berbagai kontroversi. Penelitian ini bertujuan 
untuk mengetahui pola sentimen pada data tweet pengguna 
media sosial X serta membandingkan keakuratan dari Metode 
TF-IDF dan TF-RF pada tahap ekstraksi fitur dalam analisis 
sentimen mengenai kenaikan harga tiket konser pasca 
pandemi Covid-19 di Indonesia berbasis Algoritma Naïve Bayes 
dengan menggunakan dataset yang berasal dari data tweet 
pengguna media sosial X sebanyak 1350 tweet. Alur penelitian 
ini dimulai dengan tahap persiapan data, labelling, text-
preprocessing, ekstraksi fitur, pembagian dataset, dan 
perancangan model analisis sentimen berbasis Algoritma 
Naïve Bayes menggunakan 70% data latih dan 30% data uji 
yang berasal dari hasil pembobotan masing-masing metode 
pembobotan kata ke dalam bentuk klasifikasi sentimen positif 
dan negatif. Kemudian diakhiri dengan mengevaluasi model 
tersebut menggunakan Confusion Matrix. Hasil dari penelitian 
ini menunjukan bahwa masing-masing model memiliki 
performa yang sangat baik dan pola sentimen yang tercermin 
dalam data tweet yang diunggah di media sosial X memiliki 
kecenderungan yang negatif serta dataset yang diperoleh dari 
hasil pembobotan kata dengan menggunakan Metode TF-RF 
memiliki nilai akurasi yang lebih tinggi jika dibandingkan 
dengan Metode TF-IDF, yaitu sebesar 92,25% pada Metode TF-
RF berbanding dengan 88,75% pada Metode TF-IDF. 
 
Kata Kunci : analisis sentimen, tiket konser, X, TF-IDF, TF-RF, 
Naïve Bayes, Confusion Matrix. 
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BAB I  

PENDAHULUAN 

1.1 Latar Belakang  

Pandemi Covid-19 telah dinyatakan berakhir 

menganut pada kebijakan yang telah diumumkan oleh 

Pemerintah Pusat yang secara resmi mencabut status 

pandemi Covid-19 di Indonesia pada tanggal 21 Juni 2023 

(Humas Kemensetneg, 2023). Dalam era pasca pandemi 

Covid-19, industri hiburan, khususnya industri musik di 

Indonesia yang sebelumnya merupakan salah satu sektor 

yang sangat terpengaruh oleh pandemi telah mengalami 

transformasi yang signifikan. Diantaranya yaitu mulai 

gencarnya para seniman musik dan penyelenggara konser 

dalam mengadakan konser seolah hal tersebut dilakukan 

demi memuaskan hasrat para penikmat musik di Indonesia 

yang haus akan hiburan selama pandemi berlangsung (Tim 

Kreatif CNBC Indonesia, 2022).  

Namun adanya pandemi Covid-19 telah mengubah 

pola perilaku dan aktivitas masyarakat di Indonesia secara 

radikal dalam hal menghadiri acara hiburan, terutama 

konser musik. Salah satu dampak yang muncul dari 

perubahan yang terjadi adalah kenaikan harga tiket konser 

yang sangat signifikan jika dibandingkan dengan era 

sebelum pandemi Covid-19 akibat semakin tingginya 
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inflasi, devaluasi mata uang, kenaikan biaya operasional 

untuk menggelar sebuah konser yang sangat drastis, 

hingga kenakalan promotor konser dalam mematok harga 

tiket konser demi keuntungan pribadi (Batubara, 2023).  

Sebagai contoh, untuk membeli sebuah tiket konser 

BTS di situs penjualan tiket resmi penonton diharuskan 

membayar sebesar Rp11.000.000,00 (sebelas juta rupiah) 

dari harga awalnya yang hanya sebesar Rp3.000.000,00 

(tiga juta rupiah) akibat adanya program “harga dinamis” 

yang diberlakukan oleh pihak promotor konser (Sandy, 

2023). Dan untuk menikmati konser Coldplay yang baru-

baru ini digelar di Jakarta pada 15 November 2023, 

penonton dikenakan Harga Tiket Masuk (HTM) mulai dari 

Rp800.000,00 (delapan ratus ribu rupiah) hingga 

Rp11.000.000,00 (sebelas juta rupiah) di situs penjualan 

tiket resmi, namun apabila penonton ingin membeli tiket 

melalui calo bahkan dapat melonjak dengan harga 

tertingginya mencapai Rp60.000.000,00 (enam puluh juta 

rupiah) untuk sebuah tiket konser (Tim DetikHot, 2023). 

Adanya fenomena kenaikan harga tiket konser pasca 

pandemi Covid-19 yang signifikan dapat menimbulkan 

perubahan dalam pandangan masyarakat terhadap harga 

tiket konser, terutama yang tercermin dalam media sosial. 

Untuk dapat mengamati respon dari publik terhadap 
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fenomena tersebut, analisis sentimen melalui media sosial 

dapat menjadi solusi dalam memahami pandangan dan 

emosi masyarakat mengenai kenaikan harga tiket konser. 

Dalam penelitian ini, metode pembobotan kata seperti 

Term Frequency-Inverse Document Frequency (TF-IDF) dan 

Term Frequency-Relevance Frequency (TF-RF), memainkan 

peran penting dalam mengekstraksi fitur yang terdapat di 

dalam kumpulan data dengan jumlah yang sangat besar, 

serta Algoritma Naïve Bayes dalam menilai sentimen yang 

tercermin dalam konten media sosial. 

Metode TF-IDF merupakan metode ekstraksi fitur 

tanpa pengawasan (Unsupervized Term Weighting) yang 

telah digunakan dengan baik dalam berbagai penelitian 

dan pencarian informasi, namun tidak terlalu baik jika 

digunakan dalam klasifikasi teks dikarenakan tidak 

menggunakan informasi kelas atau label yang ada untuk 

menghasilkan bobot kata (Norindah Sari et al., 2023). 

Sedangkan Metode TF-RF merupakan metode pembobotan 

kata yang diawasi (Supervized Term Weighting) dan cukup 

baru diantara metode pembobotan kata yang lainnya 

dimana metode ini menggunakan informasi kelas dari 

dataset untuk menghitung nilai bobot (Norindah Sari et al., 

2023). 

Diantara berbagai platform media sosial yang 

beredar di internet, salah satu sosial media dimana para 
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penggunanya memiliki kebebasan dalam menuangkan 

opini mereka dan dapat digunakan dalam analisis sentimen 

adalah X. Menurut DataReportal, Indonesia sendiri telah 

menduduki peringkat ke-4 di seluruh dunia sebagai negara 

dengan pengguna aplikasi X terbanyak yaitu sebesar 25,3 

juta pengguna (OBERLO, 2023). 

 

 

 

 

 

 

 

 

 

 

 

 

Dalam beberapa tahun terakhir, X memiliki peran 

yang cukup besar dalam memberikan sumber informasi 

terkini karena banyak hal menarik yang dapat ditemukan 

pada X. Hal ini dapat terjadi dikarenakan banyaknya opini 

masyarakat yang tercurahkan baik terhadap suatu 

fenomena hingga mengenai suatu kebijakan pemerintah 
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(Hikmawan et al., 2020). Salah satunya yaitu fenomena 

kenaikan harga tiket konser musik pasca pandemi Covid-19 

yang dapat menjadi bahan pertimbangan dan rujukan 

untuk instansi terkait seperti Kementrian Pariwisata dan 

Ekonomi Kreatif (Kemenparekraf) ataupun pihak 

penyelenggara konser dalam menanggapi respons dari 

masyarakat. 

Dalam perspektif Unity of Sciences, terdapat 

pemahaman bahwa pengetahuan dari berbagai disiplin 

ilmu dapat saling melengkapi dan membantu dalam 

memahami penciptaan Allah SWT. Dalam Surah Al-

Mujadilah (58:11), Allah berfirman;  

يْنَ  اٰللّهَ رْف ع َي َ نهوْا الَّذ  نْكهمَْ  اٰم  يْنَ  م  الَّذ  لْمَ  اهوْتهوا و  جٰت َ  الْع  د ر   

Artinya: Allah akan meninggikan derajat orang-
orang yang beriman di antara kalian dan orang-orang 
yang diberi ilmu pengetahuan. (Q.S. Al-Mujadilah, 58:11) 

Ayat ini menegaskan mengenai pentingnya ilmu 

pengetahuan dan pemahaman, serta Allah SWT akan 

memberikan penghargaan kepada mereka yang berusaha 

mendapatkan pengetahuan. Dalam konteks kenaikan 

harga tiket konser pasca pandemi Covid-19, penyatuan 

atau kesatuan ilmu dari perspektif Al-Qur'an dapat 

diinterpretasikan sebagai upaya pemanfaatan berbagai 

disiplin ilmu seperti ilmu komputer dan ilmu sosial dalam 
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memahami dampak dari kenaikan harga tiket konser 

terhadap masyarakat. 

Penelitian perbandingan antara metode 

pembobotan TF-IDF dan TF-RF dalam analisis sentimen 

terkait kenaikan harga tiket konser pasca Covid-19 di 

Indonesia berbasis Algoritma Naïve Bayes ini sejalan 

dengan konsep kesatuan ilmu tersebut. Hal ini merupakan 

upaya peneliti untuk menggabungkan pendekatan dari 

berbagai disiplin ilmu guna memahami perubahan 

sentimen dan persepsi masyarakat yang tercermin melalui 

data tweet yang diunggah di media sosial X. 

Adanya urgensi dari fenomena kenaikan harga tiket 

konser musik pasca pandemi Covid-19 di Indonesia telah 

memunculkan berbagai perubahan dalam pandangan 

masyarakat sehingga menjadi suatu hal yang harus 

diketahui oleh instansi terkait seperti Kementrian 

Pariwisata dan Ekonomi Kreatif (Kemenparekraf), pihak 

penyelenggara konser, maupun publik. Melalui penelitian 

ini, diharapkan akan tercipta pemahaman yang lebih 

menyeluruh mengenai kenaikan harga tiket konser pasca 

pandemi Covid-19 di Indonesia, serta kontribusi terhadap 

pemahaman terkait peran konser musik dalam masyarakat 

pasca pandemi Covid-19. Perbandingan antara Metode 

Pembobotan Kata TF-IDF dan TF-RF berbasis Algoritma 
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Naïve Bayes diharapkan juga dapat memberikan wawasan 

yang lebih dalam mengenai keefektifan dan keakuratan 

dari penggunaan metode tertentu dalam menganalisis 

sentimen masyarakat melalui media sosial. Oleh karena itu, 

berdasarkan permasalahan tersebut mendorong peneliti 

untuk melakukan penelitian dengan mengangkat judul 

“Perbandingan Metode Pembobotan TF-IDF dengan TF-

RF dalam Analisis Sentimen Kenaikan Harga Tiket 

Konser Pasca Pandemi Covid-19 di Indonesia berbasis 

Algoritma Naïve Bayes”. 

1.2 Identifikasi Masalah 

Dari latar belakang masalah yang telah dipaparkan, 

dapat diidentifikasikan beberapa masalah yang muncul, 

diantaranya adalah : 

1.  Pola Sentimen Masyarakat di Media Sosial X 

Bagaimana pola sentimen dan pandangan 

masyarakat di Indonesia mengenai kenaikan harga 

tiket konser ini dapat tercermin di dalam platform 

media sosial X ?  

2. Efektivitas dari Metode Pembobotan Kata dalam 

Analisis Sentimen 

Pertanyaan kunci lainnya adalah apakah penggunaan 

dari Metode Pembobotan Kata TF-IDF dan TF-RF, 

secara efektif dapat mencerminkan dan menilai 
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sentimen masyarakat terkait kenaikan harga tiket 

konser pasca pandemi Covid-19 di Indonesia berbasis 

Algoritma Naïve Bayes ? Bagaimana perbandingan 

keakuratan dari kedua metode tersebut dalam 

menangkap sentimen yang bervariasi di dalam media 

sosial X ? 

1.3 Rumusan Masalah  

Berdasarkan latar belakang masalah yang telah 

dipaparkan di atas, maka dapat diuraikan permasalahan 

sebagai berikut : 

1. Bagaimanakah pola sentimen yang tercermin dalam 

data tweet yang diunggah di media sosial X mengenai 

kenaikan harga tiket konser pasca pandemi Covid-19 

di Indonesia ? 

2. Bagaimanakah keakuratan dari Metode Pembobotan 

Kata TF-IDF dan TF-RF pada tahap ekstraksi fitur 

dalam analisis sentimen kenaikan harga tiket konser 

pasca pandemi Covid-19 di platform media sosial X 

berbasis Algoritma Naïve Bayes ? 

1.4 Tujuan Penelitian 

Adapun tujuan dari penelitian ini adalah : 

1. Untuk mengidentifikasi pola sentimen yang tercermin 

dalam data tweet yang diunggah di media sosial X 
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mengenai kenaikan harga tiket konser pasca pandemi 

Covid-19 di kalangan masyarakat Indonesia. 

2. Untuk membandingkan keakuratan dari Metode 

Pembobotan Kata TF-IDF dan TF-RF pada tahap 

ekstraksi fitur dalam analisis sentimen mengenai 

kenaikan harga tiket konser pasca pandemi Covid-19 di 

Indonesia berbasis Algoritma Naïve Bayes. 

1.5 Batasan Masalah 

Agar penelitian dapat dilaksanakan secara ilmiah dan 

efektif, maka peneliti menerapkan beberapa batasan 

masalah yang diperlukan pada penelitian ini. Adapun 

batasan masalah yang diterapkan pada penelitian ini agar 

adalah sebagai berikut : 

1. Data yang digunakan merupakan data tweet 

berbahasa Indonesia yang dikumpulkan dari 

media sosial X dengan kata kunci “harga tiket 

konser” sejumlah 1350 tweet yang di-crawling 

sejak tanggal 21 Juni 2023. 

2. Tahap ekstraksi fitur dilakukan dengan 

membandingkan performa antara Metode 

Pembobotan Kata TF-IDF dan TF-RF. 

3. Analisis sentimen dilakukan dengan 

memanfaatkan Algoritma Naïve Bayes dalam tahap 

perancangan model klasifikasi.  
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4. Hasil dari model klasifikasi akan dikelompokkan 

menjadi sentimen positif dan negatif. 

5. Evaluasi model yang telah dirancang dilakukan 

dengan memanfaatkan Confusion Matrix untuk 

menghitung nilai akurasi, presisi, recall, dan f1-

score. 

6. Pengolahan data menggunakan bahasa 

pemrograman Python dan aplikasi code compiler 

yaitu Google Colaboratory.  

1.6 Manfaat Penelitian 

1. Manfaat Teoritis  

Penelitian ini diharapkan dapat mengisi celah 

pengetahuan dalam bidang analisis sentimen, 

khususnya terkait efektivitas dari metode pembobotan 

kata dalam konteks sosial dan budaya pasca pandemi 

Covid-19 di Indonesia. Selain itu, adanya perbandingan 

antara Metode Pembobotan Kata TF-IDF dan TF-RF 

diharapkan dapat menghasilkan pemahaman yang 

lebih dalam mengenai keterbatasan dan keunggulan 

masing-masing metode pembobotan kata dalam 

konteks analisis sentimen berbasis Algoritma Naïve 

Bayes. 
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2. Manfaat Praktis  

Penelitian ini diharapkan dapat memberikan 

pandangan kepada lembaga maupun instansi yang 

bergerak di industri seni dan hiburan seperti 

Kementrian Pariwisata dan Ekonomi Kreatif 

(Kemenparekraf) maupun promotor konser terkait 

dampak yang ditimbulkan dari kenaikan harga tiket 

konser musik pasca pandemi Covid-19 di Indonesia, 

serta dapat membantu lembaga dan instansi terkait 

untuk menyesuaikan strategi harga yang lebih sesuai 

dengan kebutuhan pasar. Selain itu, peneliti berharap 

hasil dari penelitian ini dapat digunakan sebagai dasar 

untuk merekomendasikan kebijakan publik terkait 

industri seni dan hiburan serta perlindungan 

konsumen, khususnya terkait regulasi harga tiket 

konser pasca pandemi Covid-19 di Indonesia. 

1.7 Sistematika Penelitian 

Sistematika penelitian yang dilakukan dalam penelitian ini 

adalah sebagai berikut : 

BAB I PENDAHULUAN 

Bab ini merupakan pendahuluan yang memuat latar 

belakang, identifikasi masalah, rumusan masalah, tujuan 

penelitian, batasan masalah, manfaat penelitian dan 

sistematika penelitian. 
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BAB II KAJIAN TEORI DAN LANDASAN PUSTAKA 

Bab ini memuat penelitian-penelitian terdahulu dan 

memuat penjelasan terkait landasan teori terkait 

penelitian ini seperti : Konser Musik, X, Analisis Sentimen, 

Term Weighting, Algoritma Naïve Bayes, dan lain-lain. 

BAB III METODOLOGI PENELITIAN 

Bab ini menjelaskan tentang gambaran proses penelitian 

dan metode yang dipakai dalam penelitian seperti diagram 

blok dan perencanaan. 

BAB IV HASIL DAN PEMBAHASAN 

Bab ini berisi hasil penelitian yang dilakukan dan disertai 

dengan penjelasannya.  

BAB V KESIMPULAN 

Bab ini berisi kesimpulan berdasarkan dari hasil penelitian 

yang telah diperoleh dan beberapa saran penulis dalam 

pengembangan sistem.
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BAB II  

LANDASAN PUSTAKA 

2.1 Kajian Penelitian yang Relevan  

Agar penelitian ini dapat lebih terarah pada suatu 

masalah penelitian serta menghasilkan suatu kebaruan 

dalam penelitian, peneliti perlu melakukan kajian terhadap 

berbagai penelitian yang sebelumnya telah dilakukan 

untuk mencari keterkaitan antara penelititan tersebut 

dengan subjek penelitian ini. Berikut merupakan beberapa 

penelitian sebelumnya yang digunakan sebagai referensi 

dan acuan untuk menghindari terjadinya pengulangan hasil 

temuan pada penelitian ini. 

Tabel 2.1 Kajian Penelitian yang Relevan 

1. 

Judul  
Penelitian 

Penerapan Algoritma Naive Bayes untuk 
Analisis Sentimen Review Data Twitter 
BMKG Nasional  

Penulis,  
Tahun 

(Darwis et al., 2021) 

Fokus  
dan tujuan 
penelitian 

Penelitian ini bertujuan untuk 
mengetahui tingkat akurasi Algoritma 
Naive Bayes dalam analisis sentimen 
dengan topik BMKG. Jumlah dataset yang 
digunakan pada penelitian ini sebanyak 
1179 data yang bersumber dari Twitter. 
Penelitian ini menggunakan Metode TF-
IDF dalam tahap ekstraksi fitur dan 
Algoritma Naive Bayes dalam tahap 
klasifikasi. Hasil klasifikasi ke dalam 
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bentuk sentimen positif, netral dan 
negatif dengan akurasi sebesar 69,97%. 

Keterkaitan 
penelitian 

Penelitian ini menggunakan Metode TF-
IDF pada tahap ekstraksi fitur dan 
Algoritma Naïve Bayes dalam tahap 
klasifikasi sehingga dapat dijadikan 
sebagai referensi mengenai pemanfaatan 
Metode TF-IDF dalam analisis sentimen. 

  

2. 

Judul  
Penelitian 

Analisa Sentimen Masyarakat Terhadap 
Kondisi New Normal Pasca Pembatasan 
Sosial Berskala Besar Akibat Covid 19 
Menerapkan Metode Term Frequency-
Relevan Frequency 

Penulis, 
Tahun 

(Harahap, 2022) 

Fokus  
dan tujuan 
penelitian 

Penelitian ini bertujuan untuk 
mengetahui tingkat akurasi Metode TF-RF 
dalam analisis sentimen dengan topik 
New Normal pasca PSBB di Indonesia. 
Jumlah dataset yang digunakan pada 
penelitian ini sebanyak 120 data yang 
bersumber dari Twitter. Hasil klasifikasi 
ke dalam bentuk sentimen positif, netral 
dan negatif. Hasil penelitian menunjukan 
hasil yang cukup positif dengan 
presentasi positif sebesar 66,7%, netral 
sebesar 29,2%, dan negatif sebanyak 
4,1%. 

Keterkaitan 
penelitian 

Penelitian ini menggunakan Metode TF-
RF pada tahap ekstraksi fitur sehingga 
dapat dijadikan sebagai referensi 
mengenai pemanfaatan Metode TF-RF 
dalam analisis sentimen. 

  

Judul  
Penelitian 

Perbandingan Metode Pembobotan TF-RF 
dan TF-IDF dikombinasikan dengan 
Weighted Tree Similarity untuk Sistem 
Rekomendasi Buku  
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3. 

Penulis, 
Tahun 

(Sari et al., 2022) 

Fokus dan 
tujuan 
penelitian 

Penelitian ini bertujuan untuk 
membandingkan Metode TF-IDF dan TF-
RF dalam tahap ekstraksi fitur serta 
mengetahui tingkat akurasi dari 
Algoritma Weighted Tree Similarity dalam 
sistem rekomendasi buku. Jumlah dataset 
yang digunakan pada penelitian ini 
sebanyak 100 data yang bersumber dari 
data buku unit terpadu Universitas 
Lampung Mangkurat. Penelitian ini 
menggunakan Metode TF-IDF dan TF-RF 
dalam tahap ekstraksi fitur dan Algoritma 
Weighted Tree Similarity dalam tahap 
klasifikasi. Hasil klasifikasi dalam bentuk 
sistem rekomendasi berdasarkan nilai 
kemiripan (similarity) antara judul, 
pengarang, dan sinopsis dari data buku. 
Hasil akurasi yang diperoleh dengan 
menggunakan Metode TF-RF lebih tinggi 
jika dibandingkan dengan Metode TF-IDF, 
yaitu sebesar 98 % untuk TF-RF dan 96% 
untuk TF-IDF. 

Keterkaitan 
penelitian 

Penelitian ini menggunakan Metode TF-
IDF dan TF-RF pada tahap ekstraksi fitur 
sehingga dapat dijadikan sebagai 
referensi mengenai perbandingan 
performa antara Metode TF-IDF dan TF-
RF dalam tahap ekstraksi fitur pada 
analisis sentimen.. 

  

Judul 
Penelitian 

Fake News (Hoaxes) Detection on Twitter 
Social Media Content through 
Convolutional Neural Network (CNN) 
Method  

Penulis, 
Tahun 

(Tama & Sibaroni, 2023) 
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4. 

Fokus dan 
tujuan 
penelitian 

Penelitian ini bertujuan untuk mengetahui 
tingkat akurasi dari Algoritma 
Convolutional Neural Network (CNN) 
dalam deteksi berita palsu (Hoax) 
mengenai vaksin Covid-19. Jumlah dataset 
yang digunakan pada penelitian ini 
sebanyak 16.000 data yang bersumber 
dari Twitter. Penelitian ini menggunakan 
Metode TF-IDF dan TF-RF dalam tahap 
ekstraksi fitur dan Algoritma 
Convolutional Neural Network (CNN) 
dalam tahap klasifikasi. Hasil Klasifikasi 
ke dalam label “hoax” dan “fact”. 
Berdasarkan hasil pengujian, diketahui 
bahwa pembobotan dengan 
menggunakan Metode TF-RF serta 
Algoritma CNN dalam tahap klasifikasi 
lebih baik dengan nilai akurasi sebesar 
84,11% jika dibandingkan dengan Metode 
TF-IDF yaitu sebesar 80,29% 

Keterkaitan 
penelitian 

Penelitian ini menggunakan Metode TF-
IDF dan TF-RF pada tahap ekstraksi fitur 
sehingga dapat dijadikan sebagai 
referensi mengenai perbandingan 
performa antara Metode TF-IDF dan TF-
RF dalam tahap ekstraksi fitur pada 
analisis sentimen. 

  

5. 

Judul 
Penelitian 

Analisis Pembobotan Kata pada Text 
Mining  

Penulis,  
Tahun 

(Deolika & Taufiq Luthfi, 2019). 

Fokus dan 
tujuan 
penelitian 

Penelitian ini bertujuan untuk mengetahui 
tingkat akurasi dari Algoritma Naïve Bayes 
dalam ulasan terhadap Aplikasi LAPOR 
(Layanan Aspirasi dan Pengaduan Online 
Rakyat). Jumlah dataset yang digunakan 
pada penelitian ini sebanyak 100 data 
yang bersumber dari Aplikasi LAPOR 
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(Layanan Aspirasi dan Pengaduan Online 
Rakyat). Penelitian ini menggunakan 
Metode TF-IDF, TF-RF, dan WIDF dalam 
tahap ekstraksi fitur dan Algoritma Naive 
Bayes dalam tahap klasifikasi. Hasil 
Klasifikasi ke dalam ke dalam 5 kategori 
yaitu kesehatan, pendidikan, PUPR, 
pertanian, dan Dukcapil. Berdasarkan 
hasil pengujian, diketahui bahwa 
pembobotan dengan menggunakan 
Metode TF-RF serta Algoritma Naïve Bayes 
dalam tahap klasifikasi lebih baik dari 
pembobotan TF-IDF dan WIDF dengan 
nilai Accuracy 98,67%, Precision 93,81%, 
dan Recall 96,67%. 

Keterkaitan 
penelitian 

Penelitian ini menggunakan Metode TF-
IDF, TF-RF, dan WIDF pada tahap 
ekstraksi fitur serta Algoritma Naïve 
Bayes pada tahap perancangan model 
klasifikasi sehingga dapat dijadikan 
sebagai referensi mengenai perbandingan 
performa antara Metode TF-IDF dan TF-
RF dalam tahap ekstraksi fitur serta 
penggunaan Algoritma Naïve Bayes dalam 
analisis sentimen. 

Berdasarkan hasil dari penelitian terdahulu yang 

telah disajikan pada tabel 2.1 tersebut, dapat diketahui 

bahwa penggunaan metode pembobotan kata pada tahap 

ekstraksi fitur dapat diaplikasikan ke dalam berbagai kasus 

dengan mengekstraksi dan memberikan nilai bobot pada 

setiap kata yang ada di dalam dokumen.  

Sebagai pembeda dengan penelitian sebelumnya, 

pada penelitian ini peneliti akan membandingkan performa 

dan tingkat akurasi antara Metode Pembobotan Kata TF-IDF 
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(Term Frecuency – Inverse Document Frecuency) dan TF-RF 

(Term Frequency - Relevance Frequency) pada tahap 

ekstraksi fitur serta penggunaan Algoritma Naïve Bayes 

pada tahap perancangan model klasifikasi dalam analisis 

sentimen pengguna media sosial X mengenai fenomena 

kenaikan harga tiket konser musik pasca pandemi Covid-19 

di Indonesia. Dan untuk mengevaluasi hasil dari model 

analisis sentimen yang terdiri dari sentimen positif dan 

negatif, peneliti memanfaatkan Confusion Matrix pada tahap 

evaluasi model yang telah dirancang untuk mendapatkan 

nilai performa dari model yang telah dirancang. 

2.2 Kajian Pustaka 

2.2.1 Konser Musik 
Kata konser berasal dari Bahasa Belanda dan 

Prancis yaitu concerto yang memiliki arti pertunjukan. 

Sedangkan dalam KBBI sendiri kata “konser” berarti 

pertunjukan musik di depan umum (BPPB 

Kemdikbudristek, 2016). 

Pertunjukan musik merupakan salah satu 

bentuk komunikasi antara manusia dengan 

memanfaatkan media suara sebagai perantaranya 

(Hidayatullah, 2021). Pertunjukan musik sendiri telah 

ada sejak zaman dimana manusia mulai mengenal 

bentuk komunikasi sederhana. Pertunjukan musik 
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pada zaman sebelum era modernisasi seringkali 

dihubungkan dengan kegiatan keagamaan namun 

biasanya tetap bersifat santai agar dapat menarik 

minat para pendengarnya.  

Dengan adanya kemajuan teknologi yang 

semakin pesat, basis penggemar yang telah memiliki 

berbagai akses, dan perkembangan ekonomi yang 

lebih baik telah menjadikan konser tidak hanya 

sebagai suatu pertunjukan yang menawarkan 

pengalaman menikmati musik secara langsung saja. 

Konser semakin berkembang sehingga dapat menjadi 

suatu pengalaman yang di dalamnya penuh dengan hal 

spontan dan tidak terduga (Hidayatullah, 2021). Saat 

ini menghadiri suatu konser musik merupakan suatu 

bentuk apresiasi dan penghormatan oleh para 

penikmat musik kepada musisi favorit atas karya-

karya yang telah mereka ciptakan. 

2.2.2 X 

X merupakan rebranding dari salah satu media 

sosial yang sebelumnya bernama Twitter oleh 

pimpinan X Corp yaitu Elon Musk pada akhir Juli 2023. 

Sebelum rebranding menjadi X, Twitter merupakan 

suatu aplikasi berbasis layanan microblogging dimana 

para penggunanya dapat mengunggah pesan 
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menggunakan fitur "tweet" yang ada dibatasi hingga 

240 karakter (Rosenberg et al., 2020). Selain itu, 

Twitter juga memungkinkan para penggunanya untuk 

dapat saling mengungkapkan pendapat dan perasaan 

mereka tentang berbagai isu dan fenomena yang 

sedang berlangsung di masyarakat dengan leluasa 

(Pravina et al., 2019).  

Setelah dilakukan rebranding menjadi X, Twitter 

telah bertransformasi dari platform berbasis layanan 

microblogging menjadi SuperApps dimana 

penggunanya dapat memposting berbagai hal 

termasuk video dengan durasi yang lama, dan dalam 

beberapa bulan ke depan akan ditambahkan fitur 

berupa komunikasi secara komprehensif serta 

pengelolaan keuangan (Ivanova, 2023). 

Namun tidak seperti media sosial lainnya yang 

mengharuskan penggunanya untuk menjalin 

hubungan pertemanan terlebih dahulu sebelum dapat 

berkomunikasi, X memungkinkan para penggunanya 

untuk untuk tetap terhubung meskipun mereka tidak 

berteman satu sama lain melalui fitur “trending topic” 

dimana di dalamnya memuat berbagai topik hangat 

yang sedang dibahas oleh seluruh pengguna X di 

seluruh dunia dalam kurun waktu tertentu. 
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2.2.3 Analisis Sentimen 

Analisis sentimen adalah suatu tahapan yang 

digunakan untuk memahami informasi dalam bentuk 

tekstual, yang kemudian diekstraksi dan diolah secara 

otomatis untuk mendapatkan data opini yang terdapat 

dalam suatu dokumen teks (Rusydiana & Marlina, 

2020). Dengan bantuan analisis sentimen dapat 

ditentukan kecenderungan suatu masyarakat dalam 

melihat suatu fenomena baik secara negatif maupun 

positif berdasarkan data yang telah diolah dalam 

sistem.  

Secara umum analisis sentimen terdiri dalam 

lima tahapan, yaitu Crawling Data, Pre-Processing, 

Feature Selection, Classification, dan Evaluation 

(Salsabila, 2022). Analisis sentimen memiliki 

kemampuan untuk mengubah data yang tidak teratur 

menjadi data yang terstruktur. Keuntungan dari 

analisis sentimen yaitu dapat berfungsi sebagai salah 

satu sarana yang digunakan dalam menampung 

berbagai opini yang terdapat dalam masyarakat tanpa 

adanya rasa khawatir oleh suatu kebijakan ataupun 

peraturan yang merenggut kebebasan mereka dalam 

berpendapat. Analisis sentimen juga dapat digunakan 

untuk menganalisis peristiwa, pernyataan, dan 

komentar kontroversial. Hasil dari analisis sentimen 
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juga dapat memberikan wawasan serta dapat dijadikan 

sebagai bahan rujukan dan evaluasi bagi suatu 

perusahaan, tokoh masyarakat, hingga pemerintah 

dalam menentukan langkah selanjutnya.  

2.2.4 Text-Preprocessing 

Text-Preprocessing merupakan suatu tahap yang 

dilakukan untuk mengubah kumpulan data teks yang 

tidak teratur ke dalam format yang lebih mudah diolah 

dan dianalisis (Nuri, 2022). Sebelum melakukan 

pengolahan pada data berupa dokumen teks, baik 

untuk keperluan klasifikasi, mencari persamaan, 

maupun analisis sentimen maka data tersebut harus 

melalui tahapan text-preprocessing terlebih dahulu 

agar dapat diolah dengan lebih mudah dan rapi. Text-

prepocessing sendiri merupakan tahapan yang sangat 

penting dalam teknik dan penerapan dari text mining 

karena semakin bersih prepocessing yang dilakukan, 

maka besar kemungkinan data yang dihasilkan akan 

semakin akurat. 

Text-preprocessing sendiri terdiri dari beberapa 

tahapan, diantaranya yaitu (Rahman Isnain et al., 

2021). 
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1. Case Folding 

Merupakan tahap mengubah kalimat yang ada 

di dalam data teks menjadi seragam. 

2. Cleaning 

Merupakan tahap membersihkan data pada 

dokumen dan menyaring item yang tidak perlu 

seperti html, emoticon, hashtag, mention dan url. 

3. Filtering 

Merupakan tahap penyaringan terhadap kata-

kata tidak efektif yang ada di dalam dokumen. 

4. Tokenization 

Merupakan tahap memilah dan memotong 

kata dalam kalimat dengan menggunakan pemisah 

seperti tanda koma (,), titik (.), mapupun tanda 

pemisah yang lain. 

5. Normalize 

Merupakan tahap pengubahan kata-kata 

slang, singkatan dan bentuk kata tidak baku menjadi 

kata baku yang sesuai dengan ejaan dalam Kamus 

Besar Bahasa Indonesia (KBBI) (Nuri, 2022). 

6. Stemming 

Merupakan tahap penyaringan kata yang 

terdapat kata sambung, kata ganti, dan kata depan 

yang akan diubah menjadi bentuk kata dasar 
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dengan menghilangkan awalan atau akhiran dari 

kata tersebut. 

2.2.5  Term Weighting  

Pembobotan Kata (Term Weighting) merupakan 

suatu metode yang digunakan untuk memberikan nilai 

bobot kepada setiap kata (term) yang terdapat dalam 

sebuah dokumen berdasarkan jumlah beserta tingkat 

kontribusinya untuk menentukan kelas atau 

kategorinya dalam dokumen (Deolika & Taufiq Luthfi, 

2019). Metode Term Weighting dapat dibagi menjadi 

dua kategori berdasarkan kelas yang digunakan dalam 

dokumen, yaitu metode pembobotan kata tanpa 

pengawasan (unsupervised) dan metode pembobotan 

kata dalam pengawasan (supervised) (Carvalho & 

Guedes, 2020).  

Metode pembobotan kata tanpa pengawasan 

(unsupervised) mengabaikan informasi dari suatu kelas 

untuk menghasilkan nilai bobot dan tidak dapat 

membedakan kelas yang sesuai untuk suatu term 

(Alshehri & Algarni, 2023). Dengan demikian, nilai 

bobot yang dihasilkan hanya dipengaruhi oleh 

frekuensi term yang terdapat pada dokumen sehingga 

metode ini tidak terlalu cocok apabila digunakan dalam 

tahap klasifikasi teks dan analisis sentimen. Sedangkan 
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pada metode pembobotan kata dalam pengawasan 

(supervised), menggunakan informasi dari suatu kelas 

untuk menghasilkan nilai bobot (Norindah Sari et al., 

2023). Pada metode ini, informasi mengenai kategori 

yang terdapat di dalam data latih memiliki peranan 

yang penting terhadap tahap pelatihan data. Informasi 

tersebut dapat digunakan dengan berbagai metode 

untuk mengontrol tahap pembobotan kata dalam 

klasifikasi teks yang spesifik (Alshehri & Algarni, 

2023). 

Beberapa contoh dari metode pembobotan kata 

tanpa pengawasan (unsupervised) yang paling populer 

digunakan yaitu Metode TF dan TF-IDF. Sedangkan 

untuk metode pembobotan kata dalam pengawasan 

(supervised) terdapat beberapa metode yang cukup 

baru seperti Metode Delta TF-IDF, TF-IDF-ICF dan TF-

RF (Norindah Sari et al., 2023). 

2.2.6.1 TF-IDF 
TF-IDF (Term Frequency - Inverse Document 

Frequency) adalah salah satu metode pembobotan 

kata tanpa pengawasan (unsupervised term 

weighting) yang sangat populer digunakan di dalam 

tahap ekstraksi fitur. Metode ini merupakan 

kombinasi antara Metode TF dan Metode IDF. Metode 
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TF-IDF digunakan dalam menentukan keterhubungan 

suatu kata (term) terhadap dokumen dengan 

memberikan bobot pada setiap kata. Pada Metode TF, 

terdapat anggapan bahwa kata dengan frekuensi 

kemunculan yang lebih tinggi akan memiliki nilai 

bobot yang lebih tinggi daripada kata dengan 

frekuensi kemunculan yang lebih rendah (Jiang et al., 

2021). 

𝑊𝑇𝐹(𝑡) =  
𝒋𝒖𝒎𝒍𝒂𝒉 𝒌𝒆𝒎𝒖𝒏𝒄𝒖𝒍𝒂𝒏 𝒕𝒆𝒓𝒎 (𝒕)

𝒋𝒖𝒎𝒍𝒂𝒉 𝒌𝒂𝒕𝒂 𝒅𝒂𝒍𝒂𝒎 𝒅𝒐𝒌𝒖𝒎𝒆𝒏 (𝒅)
 (2.1) 

Persamaan 2.1 Metode TF 

Persamaan 2.1 merupakan bentuk persamaan 

dasar dari Metode TF (Term Frequency) (Dwi Wanti, 

2023). Dapat diketahui bahwa dalam Metode TF, nilai 

bobot (W) dari suatu kata (t) dapat diperoleh dengan 

melakukan pembagian antara jumlah kemunculan 

dari kata (t) dalam suatu dokumen dengan jumlah 

kata yang ada dalam dokumen (d). 

Metode TF memiliki kekurangan yaitu proses 

penghitungan yang dilakukan hanya bergantung dari 

jumlah kemunculan suatu kata yang terdapat di 

dalam dokumen. Jika suatu kata muncul pada seluruh 

dokumen yang ada di dalam korpus, maka akan 

dianggap sebagai kata umum (common term) 
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sehingga nilai bobot dari kata tersebut akan 

diabaikan (Dwi Wanti, 2023). Hal ini juga 

menyebabkan rendahnya kemampuan dari Metode 

TF untuk membedakan relevansi antar dokumen 

yang terdapat di dalam korpus. 

Agar dapat mengatasi permasalahan tersebut, 

diperlukan Metode IDF (Inverse Document Frecuency) 

sebagai solusi untuk menghilangkan dominasi dari 

kata umum yang terdapat di dalam korpus (Dwi 

Wanti, 2023). Pada Metode IDF, terdapat asumsi 

bahwa suatu kata yang memiliki frekuensi 

kemunculan lebih sedikit di dalam dokumen akan 

dianggap lebih penting daripada frekuensi 

kemunculan kata yang lebih banyak (Jiang et al., 

2021). Berikut merupakan bentuk persamaan dasar 

dari Metode IDF (Carvalho & Guedes, 2020). 

 
𝑊𝐼𝐷𝐹(𝑡) = 𝑙𝑜𝑔 (

𝑁

𝐷𝐹(𝑡)
) (2.2) 

Persamaan 2.2 Metode IDF 

Berdasarkan persamaan 2.2, dapat diketahui 

bahwa dalam Metode IDF, N adalah jumlah dari 

semua dokumen di dalam korpus, sedangkan DF 

adalah jumlah kemunculan kata (t) yang ada di dalam 

dokumen (Deolika & Taufiq Luthfi, 2019). 



28 
 

 
 

 𝑊(𝑇𝐹.𝐼𝐷𝐹) = 𝑇𝐹(𝑑,𝑡)  ×  𝐼𝐷𝐹(𝑡) (2.3) 

Persamaan 2.3 Metode TF-IDF 

Berdasarkan kedua gagasan tersebut, dapat 

disimpulkan bahwa Metode TF-IDF adalah bentuk 

perkalian dari Metode TF dan Metode IDF. Pada 

metode ini, nilai bobot akan semakin tinggi apabila 

dihasilkan oleh kata yang memiliki jumlah 

kemunculan yang lebih banyak dalam suatu 

dokumen, namun kata tersebut jarang muncul di 

dalam korpus. Namun metode ini memiliki 

kelemahan yaitu tahap pembobotan tidak dapat 

menghasilkan nilai bobot yang berbeda baik untuk 

kata negatif maupun positif sehingga tidak terlalu 

cocok apabila digunakan dalam klasifikasi teks 

(Norindah Sari et al., 2023). 

2.2.6.2 TF-RF 
TF-RF (Term Frequency - Relevance Frequency) 

adalah salah satu metode pembobotan kata dalam 

pengawasan (supervised term weighting) yang 

digunakan di dalam tahap ekstraksi fitur. Metode ini 

merupakan kombinasi dari Metode TF dengan 

Metode RF yang bertujuan agar dapat memperoleh 

tingkat performa yang lebih baik jika dibandingkan 

metode pembobotan kata sebelumnya (Ramadhan et 
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al., 2021). Sebagai contohnya yaitu pada Metode TF-

IDF, nilai bobot akan ditentukan hanya berdasarkan 

frekuensi kemunculan dari kata yang terdapat di 

dalam suatu dokumen, namun kata tersebut jarang 

muncul dalam korpus. Sedangkan pada Metode TF-

RF, nilai bobot dapat diperoleh dengan 

mempertimbangkan relevansi antar dokumen, yang 

dapat dilihat dari frekuensi kemunculan kata yang 

terdapat dalam kategori yang saling berhubungan (Al 

Ghofany et al., 2022). Selain itu, Metode TF-RF juga 

berfokus terhadap seluruh dokumen yang terdapat di 

dalam korpus baik di dalam dokumen mengandung 

kata tersebut ataupun tidak (Ramadhan et al., 2021). 

Metode TF-RF dapat didefinisikan sebagai 

bentuk perkalian antara Metode TF dan Metode RF 

dengan mempertimbangkan relevansi data 

berdasarkan frekuensi munculnya kata (term) dalam 

kategori yang relevan (Joergensen Munthe et al., 

2022). Berikut merupakan bentuk persamaan dari 

Metode TF-RF (Harahap, 2022). 

 
𝑊(𝑇𝐹.𝑅𝐹)  = 𝑇𝐹(𝑑,𝑡) × 𝑙𝑜𝑔 (2 + 

𝑏

𝑚𝑎𝑥 (1, 𝑐)
) (2.4) 

Persamaan 2.4 Bentuk Dasar Metode TF-RF 
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Berdasarkan persamaan 2.4, dapat diketahui 

bahwa dalam Metode TF (Term Frequency), nilai 

bobot (W) dari suatu kata (t) dapat diperoleh dengan 

melakukan pembagian antara jumlah kemunculan 

dari kata (t) dalam suatu dokumen dengan jumlah 

kata yang ada dalam dokumen (d). Sedangkan pada 

Metode RF (Relevance Frecuency), relevansi dokumen 

dapat diperoleh berdasarkan frekuensi kemunculan 

kata di dalam kategori yang berkaitan dimana b 

adalah total dari data yang berisi kata (t), dan c adalah 

total dari data yang tidak berisi kata (t). 

2.2.6 Klasifikasi 

Klasifikasi merupakan sebuah tahap yang 

digunakan dalam menemukan suatu pola ataupun 

fungsi tertentu yang terdapat di dalam dataset yang 

berukuran relatif besar dan mengelompokkannya ke 

dalam beberapa kelas (Derajad Wijaya & Dwiasnati, 

2020). 

Dalam metode klasifikasi dilakukan 

perancangan model berdasarkan pemeriksaan 

karakteristik pada data latih yang telah ada 

sebelumnya, yang kemudian menggunakan model 

tersebut ke dalam data yang baru untuk dapat 

diklasifikasikan ke dalam beberapa kelas objek. Setiap 
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kemungkinan dari nilai yang dimiliki oleh atribut 

target menunjukkan kelas yang nantinya akan 

diprediksi berdasarkan nilai dari atribut prediktor 

(Derajad Wijaya & Dwiasnati, 2020). 

Metode klasifikasi sendiri telah digunakan 

secara luas dalam mengelompokkan dan mengatur 

berbagai hal ke dalam suatu sistem tertentu yang telah 

dirancang dengan sedemikian rupa sehingga menjadi 

lebih mudah untuk dikenali, dipelajari, dan dipahami . 

Beberapa contoh metode klasifikasi yang sering 

digunakan diantaranya yaitu Algoritma Naïve Bayes, 

Algoritma Support Vector Machine (SVM), Algoritma 

Decission Tree, Algoritma Fuzzy dan Algoritma Jaringan 

Saraf Tiruan (Artificial Neural Network) (Wibawa et al., 

2018). 

2.2.7 Algoritma Naïve Bayes 

Algoritma Naïve Bayes adalah salah satu metode 

klasifikasi yang dapat digunakan untuk membuat 

prediksi berbasis probabilistik sederhana berdasarkan 

Teorema Bayes (Yuniarti et al., 2020). Algoritma ini 

dapat mengasumsikan bahwa suatu atribut tertentu 

dalam sebuah kelas tidak secara langsung berkaitan 

dengan atribut yang lainnya meskipun masing-masing 
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atribut yang ada di dalam class tersebut saling 

ketergantungan satu sama lain (Uddin et al., 2019).  

Algoritma Naïve Bayes sendiri merupakan 

metode klasifikasi yang cara kerja nya berdasarkan 

Teorema Bayes yang memiliki bentuk persamaan 

umum sebagai berikut (Wibawa et al., 2018). 

 
𝑃(𝐴|𝐵) =  

𝑃(𝐴)

𝑃(𝐵)
×  𝑃(𝐵|𝐴) (2.5) 

Persamaan 2.5 Bentuk Umum Teorema Bayes 

Keterangan : 
A  : Data dengan kelas yang belum diketahui 
B  : Hipotesis pada data A yang merupakan suatu 

kelas spesifik 
P(A|B)  : Nilai probabilitas pada Hipotesis A berdasarkan 

Kondisi B 
P(A)  : Nilai probabilitas pada Hipotesis A 
P(B)  : Nilai probabilitas B 
P(B|A)  : Nilai probabilitas pada hipotesis B berdasarkan 

kondisi A 

Dengan menggunakan bentuk persamaan 

tersebut, memungkinkan untuk dapat menilai data 

yang akan diklasifikasikan, yang selanjutnya dapat 

digunakan untuk mengolah data yang telah diperoleh. 

Algoritma Naïve Bayes memiliki beberapa 

kelebihan, diantaranya yaitu relatif lebih mudah untuk 

dirancang dan dapat berfungsi dengan baik dalam 

klasifikasi multiclass (Arunadevi et al., 2018). Namun 

algoritma ini juga memiliki beberapa kelemahan, 
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diantaranya yaitu algoritma ini sangat peka terhadap 

jumlah fitur yang berlebihan sehingga menghasilkan 

nilai akurasi yang rendah, dan vektor fitur yang 

dihasilkan memiliki ukuran yang cukup besar sehingga 

diperlukan teknik atau metode tertentu untuk 

mengurangi ukuran vektor tersebut (Wibawa et al., 

2018). 

2.2.8 Confusion Matrix 

Confusion Matrix merupakan suatu tahapan 

dalam konsep data mining dimana dilakukan 

perhitungan akurasi ke dalam bentuk tabel matriks 

yang mengklasifikasikan jumlah data uji baik yang 

benar maupun salah (Normawati & Prayogi, 2021). 

Berikut adalah bentuk tabel dari Confusion Matrix : 

Tabel 2.2 Bentuk Tabel Confusion Matrix 

 Nilai Aktual 

Possitive Negative 

N
il

a
i 

P
re

d
iK

si
 

Possitive 
True  

Possitive (TP) 

False  

Possitive (FP) 

Negative 
False  

Negative (FN) 

True  

Negative (TN) 
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Keterangan : 
TP  :  jumlah data dari nilai aktual kelas positif dan 

nilai prediksi kelas positif 

TN : jumlah data dari nilai aktual negatif dan nilai 
prediksi negatif 

FP : jumlah data dari nilai aktual positif dan nilai 
prediksi negatif 

FN : jumlah data dari nilai aktual negatif dan nilai 
prediksi positif 

 

Setelah membuat Tabel Confusion Matrix, 

diperlukan perhitungan menggunakan Rumus 

Confusion Matrix dengan bentuk persamaan sebagai 

berikut (Rahman Isnain et al., 2021).  

Tabel 2.3 Rumus Confusion Matrix 

No Jenis  Bentuk Persamaan 

1. Accuracy 
𝑇𝑃 + 𝑇𝑁

𝑇𝑃 + 𝑇𝑁 + 𝐹𝑃 + 𝐹𝑁
 × 100 

2. Precision 
𝑇𝑃

𝑇𝑃 + 𝐹𝑃
 × 100 

3. Recall 
𝑇𝑃

𝑇𝑃 + 𝐹𝑁
 × 100 

4. F1-Score 2 ×
(𝑅𝑒𝑐𝑎𝑙𝑙 × 𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛)

(𝑅𝑒𝑐𝑎𝑙𝑙 + 𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛)
  

 

Berdasarkan tabel diatas, accuracy (keakuratan) 

adalah jumlah rasio antara prediksi benar yang 

dibandingkan dengan keseluruhan data, precision 

(presisi) adalah jumlah rasio antara prediksi benar 

positif yang dibandingkan dengan keseluruhan hasil 

yang diprediksi positif, recall (sensitifitas) merupakan 
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jumlah rasio prediksi benar positif yang dibandingkan 

keseluruhan data yang benar positif, dan F1-Score 

merupakan hasil perbandingan rata-rata dari precision 

dan recall yang telah dibobotkan (Arthana, 2019). 

2.2.9 Python 

Python merupakan salah satu bahasa 

pemrograman tingkat tinggi yang sangat populer 

karena memiliki aturan sintaks yang mudah dipahami 

dan lebih mudah dibaca oleh pengguna jika 

dibandingkan dengan bahasa pemrograman yang 

lainnya (Raschka et al., 2020). Selain itu, Python 

mendukung multi paradigma pemrograman, 

diantaranya yaitu Pemrograman Berorientasi Objek 

(PBO), Pemrograman Imperatif, dan Pemrograman 

Fungsional (Syahrudin & Kurniawan, 2018).  

Sebagai bahasa pemrograman yang dinamis, 

Python dilengkapi dengan kemampuan manajemen 

memori secara otomatis. Pada praktiknya, python 

digunakan sebagai bahasa script dan dapat digunakan 

dalam berbagai tujuan diantaranya yaitu 

pengembangan perangkat lunak serta dapat berjalan 

dalam berbagai platform sistem operasi seperti 

Linux/Unix, Windows, Mac OS, dan lain sebagainya 

dengan memanfaatkan beberapa library seperti 
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Pandas, Numpy, dan Matplotlib yang digunakan dalam 

membersihkan dan mengolah data sehingga dapat 

menghasilkan output sesuai dengan apa yang 

diinginkan (Nuri, 2022). 
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BAB III  

METODOLOGI PENELITIAN 

3.1 Jenis Penelitian 

Jenis penelitian yang digunakan oleh peneliti dalam 

penelitian ini yaitu metodologi penelitian kuantitatif – 

eksperimen yang merupakan pendekatan dalam ilmiah 

menggunakan data kuantitatif (berupa angka atau statistik) 

untuk mengetahui pengaruh dari variabel tertentu dan 

mengukur dampaknya terhadap variabel yang lainnya 

(Anam et al., 2023). Penelitian ini dimulai dengan 

melakukan penghitungan serta pengolahan data ke dalam 

bentuk angka, data sampel yang telah diperoleh dengan 

tahap crawling data terhadap data tweet pengguna media 

sosial X mengenai fenomena kenaikan harga tiket konser 

pasca pandemi Covid-19 di Indonesia yang berbentuk 

kalimat akan melalui berbagai macam tahapan seperti 

persiapan data, text-preprocessing, dan ekstraksi fitur 

sehingga setiap kata yang terdapat di dalam dokumen akan 

mempunyai nilai. Penghitungan tersebut dilakukan dengan 

melakukan perbandingan antara Metode Pembobotan Kata 

TF-IDF dan TF-RF dalam model klasifikasi sentimen 

berbasis Algoritma Naïve Bayes. 
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Berdasarkan fungsinya, variabel penelitian yang 

digunakan oleh peneliti dalam penelitian ini dapat dibagi 

menjadi 3, diantaranya yaitu (Riyanto & Hatmawan, 2020): 

a. Variabel bebas, merupakan variabel yang diketahui 

sebagai penyebab terjadinya perubahan pada variabel 

terikat. Penggunaan Metode Pembobotan Kata TF-IDF 

dan TF-RF pada tahap ekstraksi fitur merupakan 

variabel bebas yang akan mempengaruhi variabel 

terikat pada penelitian ini.  

b. Variabel terikat merupakan variabel yang dipengaruhi 

oleh variabel bebas dan diukur selama eksperimen 

berlangsung. Hasil data analisis sentimen pengguna 

media sosial X merupakan variabel terikat yang akan 

dipengaruhi oleh variabel bebas pada penelitian ini. 

c. Variabel antara, merupakan variabel yang secara tidak 

langsung mempengaruhi hubungan antara variabel 

bebas dan variabel terikat. Fenomena kenaikan harga 

tiket konser musik pasca pandemi Covid-19 di 

Indonesia serta penggunaan Algoritma Naïve Bayes 

pada tahap perancangan model klasifikasi merupakan 

variabel antara yang akan menentukan pengaruh 

hubungan antara variabel bebas dan variabel terikat 

pada penelitian ini. 
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3.2 Metodologi Pengumpulan Data 

3.2.1 Studi Literatur 

Pada tahap studi literatur dilakukan dengan 

persiapan data sampel yang terbagi menjadi data 

primer dan data sekunder. Data primer diperoleh 

langsung dari media sosial X mengenai fenomena 

kenaikan harga tiket konser musik pasca pandemi 

Covid-19 di Indonesia. Sedangkan data sekunder 

diperoleh berdasarkan referensi dari buku, situs, 

peramban dan penelitian terkait mengenai analisis 

sentimen, Metode TF-IDF dan TF-RF, serta Algoritma 

Naïve Bayes. 

3.2.2 Studi Lapangan 

Untuk memperkuat identifikasi masalah pada 

penelitian ini, peneliti melakukan studi lapangan 

berupa pengamatan secara langsung terhadap semua 

aktivitas di dalam media sosial dan peramban yang 

sedang trending mengenai fenomena kenaikan harga 

tiket konser musik pasca era pandemi Covid-19 di 

Indonesia, khususnya pada media sosial X. 

3.3 Alur Penelitian 

Agar penelitian ini dapat dilakukan secara sistematis 

dan terstruktur, diperlukan perancangan alur kerja pada 

penelitian ini sehingga dapat memberikan gambaran 
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umum mengenai alur penelitian yang akan dilakukan oleh 

peneliti dari awal hingga akhir. Adapun gambar 3.1  

merupakan gambaran dari alur penelitian ini (Assidyk et 

al., 2020). 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

3.3.1 Persiapan Data 

Alur pada penelitian ini dimulai dengan identifikasi 

dan perumusan masalah melalui studi literatur dan studi 

lapangan. Setelah itu dilanjutkan dengan tahap persiapan 

data yang terdiri dari tahap crawling data dan labelling. 

Gambar 3.1 Flowchart Alur Penelitian 
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A. Crawling Data 

Merupakan tahap pengambilan data dengan 

tujuan untuk mendapatkan informasi dari suatu basis 

data (Normawati & Prayogi, 2021). Setelah diperoleh 

identifikasi masalah yang sesuai dengan topik 

penelitian ini, peneliti melakukan pengumpulan data 

sampel berdasarkan kata kunci “harga tiket konser” 

dengan memanfaatkan library Python yang terhubung 

dengan media sosial X sejak tanggal 21 Juni 2023 

menganut pada kebijakan yang telah diumumkan oleh 

Pemerintah Pusat yang secara resmi mencabut status 

pandemi Covid-19 di Indonesia pada tanggal 21 Juni 

2023 (Humas Kemensetneg, 2023). Dataset yang 

diperoleh hasil dari tahap crawling data nantinya akan 

disimpan dalam format file CSV. Gambar 3.2 

merupakan contoh hasil dari pengumpulan data 

sampel dengan menggunakan crawling data yang 

disimpan dalam format file CSV. 

 

 

 

 

 

 

 
Gambar 3.2 Contoh Hasil Tahap Crawling Data 
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B. Labelling 

Setelah diperoleh data sampel yang disimpan 

dalam format file CSV, dilakukan tahap labelling 

dengan tabel 3.1 sebagai contoh hasilnya. Data yang 

telah dikumpulkan akan diberikan label sentimen 

positif dan negatif secara manual dengan bantuan 

pakar Bahasa Indonesia sebagai validator untuk 

menghindari terjadinya subjektivitas dan bias dalam 

penentuan label sentimen pada hasil data tweet yang 

telah diperoleh dari tahap sebelumnya (Zidan, 2022). 

Data hasil dari tahap labelling nantinya akan diolah 

dalam tahap text-preprocessing.  

Tabel 3.1 Contoh Hasil Tahap Labelling 

Data Tweet Label Sentimen 

lagian promotor skrng aja yg kek 
babi, nyari untung gede doang tp 
bad service sblm covid harga tiket 
konser msh normal begitu covid 
selesai anjir harga tiket naik 2x lipat 
itupun dpt kategori yg lebih jelek 
even di SG - MY yg kursnya lbh 
tinggi, tiketnya jauh lbh murah dr 
indo" 

Negatif 

Bismillah tawakal WTB // Want to 
Buy!! Tiket Coldplay Jakarta CAT 
4,5,6 Harga Normal naik dikit gpp 
yg penting wajar. COD 
FULLPAYMENT VENUE PLISS t. wts 
wtb konser coldplay 
#ColdplayJakarta 

Positif 
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3.3.2 Text-Preprocessing 

Data yang telah diberikan label sentimen pada tahap 

labelling merupakan data kotor karena terdiri dari 

berbagai item yang tidak diperlukan dalam analisis 

sentimen sehingga perlu diolah agar menjadi lebih rapi 

dan bersih dalam tahap Text-Preprocessing yang terdiri 

dari 6 tahapan yaitu case folding, cleaning, tokenization, 

normalize, stopwords removal, dan stemming. 

A. Case Folding 

Data hasil tahap labelling yang masih terdiri dari 

berbagai kalimat dengan huruf kapital akan diubah 

menjadi huruf kecil (lower case) dengan tahap case 

folding agar seluruh kalimat yang terdapat di dalam 

dokumen menjadi seragam seperti yang ditunjukkan 

pada tabel 3.2.  

Tabel 3.2 Contoh Hasil Tahap Case Folding 

Sebelum Sesudah 

Tiket semahal ini jangan 
dinormalisasikan, jangan 
overproud juga karna ada 
artis besar. Nanti promotor 
lain jadi ikut ikutan bikin 
harga tiket jadi nggak 

ngotak next konser🙂 

tiket semahal ini jangan 
dinormalisasikan, jangan 
overproud juga karna ada 
artis besar. nanti promotor 
lain jadi ikut ikutan bikin 
harga tiket jadi nggak ngotak 

next konser🙂 
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B. Cleaning  

Data yang telah dilakukan tahap case folding 

belum dapat disebut data yang bersih karena 

mengandung berbagai item yang tidak diperlukan 

dalam model analisis sentimen seperti html, emoticon, 

hashtag, mention, url, teks duplikat, angka, tanda baca, 

spasi yang tidak perlu, dan karakter tunggal. Maka dari 

itu diperlukan tahap cleaning yang akan menyaring dan 

menghapus berbagai item yang tidak diperlukan dalam 

analisis sentimen dengan tabel 3.3 sebagai contoh 

penerapan dari tahap cleaning. 

Tabel 3.3 Contoh Hasil Tahap Cleaning 

Sebelum Sesudah 

tiket semahal ini jangan 
dinormalisasikan, jangan 
overproud juga karna ada 
artis besar. nanti promotor 
lain jadi ikut ikutan bikin 
harga tiket jadi nggak 

ngotak next konser🙂 

tiket semahal ini jangan 
dinormalisasikan jangan 
overproud juga karna ada 
artis besar nanti promotor 
lain jadi ikut ikutan bikin 
harga tiket jadi nggak ngotak 
next konser 

C. Filtering 

Setelah melalui tahap cleaning, dokumen yang 

mengandung kata-kata tidak efektif dan tidak memiliki 

makna akan dihapus dan disaring dengan 

menggunakan tahap filtering sehingga dapat 

mengurangi kata yang akan disimpan ke dalam korpus. 
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Adapun tabel 3.4 adalah contoh penerapan tahap 

filtering. 

Tabel 3.4 Contoh Hasil Tahap Filtering 

Sebelum Sesudah 

tiket semahal ini jangan 
dinormalisasikan jangan 
overproud juga karna ada 
artis besar nanti promotor 
lain jadi ikut ikutan bikin 
harga tiket jadi nggak 
ngotak next konser 

tiket semahal jangan 
dinormalisasikan jangan 
overproud karna artis 
besar promotor jadi ikut 
ikutan bikin harga tiket jadi 
ngotak next konser 

D. Tokenization  

Data yang telah dilakukan tahap filtering yang 

terdiri dari berbagai kalimat akan diseleksi dan 

dipotong pada tahap tokenization menjadi kata yang 

terpisah dengan menggunakan pemisah seperti tanda 

koma (,), titik (.), mapupun tanda pemisah yang lain. 

Adapun tabel 3.5 adalah contoh penerapan tahap 

tokenization. 

Tabel 3.5 Contoh Hasil Tahap Tokenization 

Sebelum Sesudah 

tiket semahal ini jangan 
dinormalisasikan jangan 
overproud juga karna ada 
artis besar nanti promotor 
lain jadi ikut ikutan bikin 
harga tiket jadi nggak 
ngotak next konser 

['tiket', 'semahal', 'jangan', 
'dinormalisasikan', 'jangan', 
'overproud', 'karna', 'artis', 
'besar', 'promotor', 'jadi', 'ikut', 
'ikutan', 'bikin', 'harga', 'tiket', 
'jadi', 'ngotak', 'next', 'konser'] 
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E. Normalize  

Data hasil dari tahap tokenization yang 

mengandung kata-kata slang, singkatan dan bentuk 

kata tidak baku akan diubah dengan tahap normalize 

menjadi kata yang baku dan sesuai dengan ejaan dalam 

Kamus Besar Bahasa Indonesia (KBBI) (Nuri, 2022). 

Adapun tabel 3.6 adalah contoh penerapan tahap 

normalize. 

Tabel 3.6 Contoh Hasil Tahap Normalize 

Sebelum Sesudah 

['tiket', 'semahal', 'jangan', 
'dinormalisasikan', 'jangan', 
'overproud', 'karna', 'artis', 
'besar', 'promotor', 'jadi', 
'ikut', 'ikutan', 'bikin', 'harga', 
'tiket', 'jadi', 'ngotak', 'next', 
'konser'] 

['tiket', 'semahal', 'jangan', 
'dinormalisasikan', 'jangan', 
'overproud', 'karena', 'artis', 
'besar', 'promotor', 'jadi', 
'ikut', 'ikutan', 'bikin', 'harga', 
'tiket', 'jadi', 'ngotak', 'next', 
'konser'] 

F. Stemming  

Data yang diperoleh dari hasil tahap normalize 

akan dilakukan tahap penyaringan terhadap kata yang 

mengandung kata sambung, kata ganti, dan kata depan 

yang akan diubah dengan tahap stemming menjadi 

bentuk kata dasar dengan menghilangkan awalan atau 

akhiran dari kata tersebut dengan memanfaatkan 

library Python. Tahap ini merupakan akhir dari tahapan 

text-preprocessing dengan tabel 3.7 sebagai contoh 

penerapan dari tahap stemming. 
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Tabel 3.7 Contoh Hasil Tahap Stemming 

Sebelum Sesudah 

['tiket', 'semahal', 'jangan', 
'dinormalisasikan', 
'jangan', 'overproud', 
'karena', 'artis', 'besar', 
'promotor', 'jadi', 'ikut', 
'ikutan', 'bikin', 'harga', 
'tiket', 'jadi', 'ngotak', 'next', 
'konser'] 

['tiket', 'mahal', 'jangan', 
'normalisasi', 'jangan', 
'overproud', 'karena', 
'artis', 'besar', 'promotor', 
'jadi', 'ikut', 'ikut', 'bikin', 
'harga', 'tiket', 'jadi', 
'ngotak', 'next', 'konser'] 

3.3.3 Ekstraksi Fitur 

Setelah semua DataFrame melalui tahap text-

preprocessing, dilanjutkan dengan tahap ekstraksi fitur 

yang berguna untuk memberikan nilai pada setiap kata 

dan memudahkan dalam tahap perancangan model 

klasifikasi. Pada tahap ektraksi fitur, terdapat dua tahap 

yang akan dilakukan oleh peneliti, yaitu tahap 

pembobotan kata (term weighting) dan pembuatan vektor 

kata (word vector).  

Pada tahap pembobotan kata, data kalimat hasil dari 

text-preprocessing akan diberikan nilai bobot terhadap 

setiap kata yang terdapat dalam setiap kalimat dalam 

dokumen dengan menggunakan Metode TF-IDF dan TF-

RF yang rumusnya telah dijelaskan pada bab 

sebelumnya. Setelah itu, data hasil dari pembobotan 

masing-masing metode akan melalui tahap pemberian 

vektor kata. Data tersebut akan digabungkan menjadi 

kumpulan array yang kemudian diubah ke dalam bentuk 
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matriks, dimana setiap baris yang terdapat di dalam 

matriks menunjukkan baris pada dokumen, dan setiap 

kolom yang terdapat di dalam matriks menunjukkan 

semua kata yang ada di dalam dokumen teks secara 

keseluruhan (Imron. Ali, 2019). 

3.3.4 Pembagian Dataset 

Pada tahap ini, DataFrame hasil dari pembobotan 

masing-masing metode akan dibagi menjadi data latih dan 

data uji yang akan digunakan dalam tahap perancangan 

model klasifikasi dengan perbandingan rasio 70:30, 

dengan 70% sebagai data latih dan 30% sebagai data uji 

(Salsabila, 2022). 

3.3.5 Perancangan Model 

A. Algoritma Naïve Bayes 

Pada tahap ini, peneliti akan melakukan 

perancangan model klasifikasi berbasis Algoritma 

Naïve Bayes serta pelatihan dengan menggunakan 

dataset yang telah dibagi menjadi data latih dan data 

uji pada tahap sebelumnya. Nilai input yang akan 

digunakan dalam pelatihan model klasifikasi berasal 

dari data latih masing-masing metode pembobotan 

berupa data vektor kata, sehingga dalam penelitian ini 

akan digunakan dua kombinasi dari Metode TF-IDF 
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dan Algoritma Naïve Bayes, serta Metode TF-RF dan 

Algoritma Naïve Bayes (Deolika & Taufiq Luthfi, 2019). 

B. Uji Model 

Setelah pelatihan data selesai, dilakukan tahap 

uji model untuk mengetahui performa dari model 

klasifikasi yang telah dirancang. Pengambilanc data 

dilakukan secara acak dengan memanfaatkan library 

dari Python. Setelah uji model selesai, dapat diketahui 

nilai akurasi yang menunjukkan keakuratan dari 

metode yang digunakan. 

C. Evaluasi Model 

Merupakan tahap terakhir dari penelitian ini 

dimana peneliti akan melakukan evaluasi pada model 

analisis sentimen yang telah dirancang dengan 

memanfaatkan Confusion Matrix untuk mendapatkan 

nilai akurasi, akurasi, presisi, recall, dan f1-score. 

3.4 Perangkat Penelitian 

Berikut merupakan spesifikasi baik perangkat keras 

(hardware) maupun perangkat lunak (software) yang 

digunakan oleh peneliti pada penelitian ini. 

 

 

 

 



50 
 

 
 

Tabel 3.8 Spesifikasi Perangkat yang Digunakan 

Hardware 
Laptop  

LENOVO 
ideapad 330 

Intel(R) Core(TM) i5-8250U CPU 
@ 1.60GHz 
8 GB RAM 
256 GB SSD 
Monitor 14 inch 

Software 

Sistem 
Operasi 

Windows 10 Pro 

Tools 
• Google Colaboratory 
• Google Spreadsheet 
• Microsoft Office Word 2019 
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BAB IV  

HASIL DAN PEMBAHASAN 

 

4.1 Persiapan Data 

4.1.1 Crawling Data 

Pengumpulan data sampel dilakukan dengan 

menggunakan tools berupa Tweet-Harvest yang 

terhubung dengan media sosial X. Tweet-Harvest 

merupakan sebuah command-line tools berbasis npm 

yang menggunakan Pustaka Otomatisasi Terbuka 

Playwright dalam pengumpulan data sampel berupa 

data tweet dari pengguna media sosial X berdasarkan 

kata kunci dan rentang waktu tertentu yang kemudian 

akan disimpan ke dalam dokumen dengan format file 

CSV (socket.dev, 2023). Agar dapat menggunakan 

Tweet-Harvest dengan optimal, dibutuhkan 

Authorization Token yang dapat diperoleh dengan 

mengekstraksi auth_token cookie pada halaman utama 

media sosial X di peramban. 
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Sebelum menjalankan Tweet-Harvest, langkah 

pertama yang harus dilakukan yaitu menginstal Node.js 

pada compiler Python. Hal ini diperlukan karena Tweet-

Harvest membutuhkan Node.js untuk berjalan secara 

optimal. Pada penelitian ini peneliti menggunakan 

Google Colaboratory sebagai compiler Python yang 

terhubung dengan Google Drive sebagai media 

penyimpanan data. Google Colaboratory merupakan 

compiler Python berbasis cloud buatan Google yang 

dapat digunakan hanya dengan membuka halaman 

https://colab.google/ pada peramban tanpa perlu 

melakukan instalasi terlebih dahulu serta dapat diakes 

ke dalam berbagai perangkat. Kode program 4.1 

merupakan cara instalasi Node.js pada compiler Google 

Colaboratory. 

Gambar 4.1 auth_token cookie media sosial X 

https://colab.google/
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# Import Python Package yang dibutuhkan 

!pip install pandas 

 

# Install Node.js (karena tweet-harvest membutuhkan 

Node.js) 

!sudo apt-get update 

!sudo apt-get install -y ca-certificates curl gnupg 

!sudo mkdir -p /etc/apt/keyrings 

!curl -fsSL https://deb.nodesource.com/gpgkey/nodesource-

repo.gpg.key | sudo gpg --dearmor -o 

/etc/apt/keyrings/nodesource.gpg 

 

!NODE_MAJOR=20 && echo "deb [signed-

by=/etc/apt/keyrings/nodesource.gpg] 

https://deb.nodesource.com/node_$NODE_MAJOR.x nodistro 

main" | sudo tee /etc/apt/sources.list.d/nodesource.list 

 

!sudo apt-get update 

!sudo apt-get install nodejs -y 

 

!node -v 

Kode Program 4.1 Instalasi Node.js 

Setelah menginstal Node.js dengan mengetikan 

kode perintah seperti pada kode program 4.1, maka 

dapat dilakukan tahap crawling data pada compiler 

dengan menggunakan tools Tweet-Harvest. Kode 

program 4.2 merupakan kode yang berisi perintah 

untuk menjalankan tahap crawling data dengan 

menggunakan tools Tweet-Harvest. 

# Auth Token Pada Media Sosial X 

x_auth_token = '959b384987ade546f4b95a65562a85d6416fb7f6' 

 

# Crawl Data dan Penyimpanan dalam Format File CSV 

filename = 'tiket_konser_pandemi.csv' 

search_keyword = 'harga tiket konser lang:id since:2023-06-

21' 

limit = 1500 

 

!npx --yes tweet-harvest@latest -o "{filename}" -s 

"{search_keyword}" -l {limit} --token {x_auth_token} 

Kode Program 4.2 Tahap Crawling Data 
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Pada kode program 4.2, dilakukan tahap crawling 

data untuk mengumpulkan data sampel berupa data 

tweet dari pengguna media sosial X berbahasa 

Indonesia berdasarkan kata kunci “harga tiket konser” 

dengan limit 1500 tweet serta rentang waktu yaitu sejak 

tanggal 21 Juni 2023 menganut pada kebijakan yang 

telah diumumkan oleh Pemerintah Pusat yang secara 

resmi mencabut status pandemi Covid-19 di Indonesia 

pada tanggal 21 Juni 2023 (Humas Kemensetneg, 2023). 

Diperoleh hasil pengumpulan data sampel sebanyak 

1350 data tweet yang nantinya akan disimpan dalam 

DataFrame dengan format file CSV seperti pada gambar 

4.2. 

 

 

 

 

 

 

 

 

 

Gambar 4.2 Hasil Tahap Crawling Data 
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4.1.2 Labelling 

Setelah diperoleh data sampel yang disimpan 

dalam DataFrame dengan format file CSV, akan 

dilakukan tahap labelling. DataFrame yang telah 

dikumpulkan akan diberikan label sentimen positif dan 

negatif secara manual dengan bantuan pakar Bahasa 

Indonesia sebagai validator untuk menghindari 

terjadinya subjektivitas dan bias dalam penentuan label 

sentimen pada hasil data tweet yang telah diperoleh dari 

tahap sebelumnya sehingga dapat diperoleh hasil 

pemberian label sentimen seperti pada gambar 4.3 yang 

akan disimpan ke dalam kolom ‘label’.  

 

 

 

 

 

 

 

 

 

 

 

 

Gambar 4.3 Hasil Tahap Labelling 
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Tabel 4.1 Contoh Hasil Tahap Labelling pada DataFrame 

Data Tweet Label Sentimen 

Harga tiket Coldplay memang mahal, 
tapi tetap tidak menghalangi 
penggemar untuk menikmati konser 
mereka. Bagi para haters, tetaplah 
berada di sini karena kami akan tetap 
mendukung dan melindungi Coldplay 
dari segala kritikan yang tidak adil. 

Positif 

Bisa gak sih kita boikot promotor 
konser tukang rampok? Jangan dibeli 
gitu. Biar nggak kebiasaan jual tiket 
harga nggak waras gitu. 

Negatif 

Berdasarkan tabel 4.1, dapat diketahui bahwa 

pemberian label sentimen pada masing-masing data 

tweet dilakukan berdasarkan reaksi dari para pengguna 

media sosial X terhadap fenomena kenaikan harga tiket 

konser pasca pandemi Covid-19 di Indonesia. Pada 

penelitian ini, peneliti bersama pakar Bahasa Indonesia 

memberikan label sentimen "Positif” pada data tweet 

yang dapat diartikan sebagai reaksi pro atau setuju dari 

para pengguna media sosial X mengenai adanya 

fenomena kenaikan harga tiket konser pasca pandemi 

Covid-19 di Indonesia. Sedangkan peneliti memberikan 

label sentimen “Negatif” pada data tweet yang dapat 

diartikan sebagai reaksi kontra atau penolakan dari 

para pengguna media sosial X adanya fenomena 

tersebut. 
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Untuk mengetahui hasil distribusi dari masing-

masing label sentimen di dalam DataFrame, peneliti 

menggunakan beberapa library Python yaitu pandas 

untuk memanipulasi serta analisis data, seaborn dan 

matpolib untuk memvisualisasikan hasil dari distribusi 

label sentimen ke dalam bentuk grafik agar lebih 

mudah dimengerti. 

#import library yang dibutuhkan 

import seaborn as sns 

import matplotlib.pyplot as plt 

import seaborn as sns 

 

print('Distribusi Label Sentimen pada 

DataFrame :') 

data.label.value_counts() 

Kode Program 4.3 Menampilkan Distribusi 
Label Sentimen pada DataFrame 

  

 

 

 

 Dengan mengetikkan perintah pada compiler 

seperti yang terdapat dalam kode program 4.3, dapat 

diperoleh output berupa gambar 4.4 yaitu hasil dari 

distribusi label sentimen yang terdapat di dalam 

DataFrame. Berdasarkan gambar 4.4, dapat diketahui 

bahwa hasil distribusi dari masing-masing label 

sentimen yang terdapat pada DataFrame yaitu label 

Gambar 4.4 Output Distribusi Label Sentimen 
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sentimen “Negatif” sebanyak 864 tweet, serta label 

sentimen “Positif” sebanyak 486 tweet. Lalu untuk 

mengetahui persentase dari distribusi label sentimen 

pada DataFrame, peneliti menggunakan kode perintah 

seperti pada kode program 4.4 agar dapat 

menampilkan hasil hasil perbandingan persentase 

label sentimen dalam bentuk grafik pie dengan gambar 

4.5 sebagai output dari kode perintah tersebut. 

# membuat grafik pie untuk menampilkan informasi label 

sentimen 

labels = ['Positif', 'Negatif'] 

sizes = [len(data[data['label'] == 'Positif']), 

 len(data[data['label'] == 'Negatif'])] 

colors = ['#FFFF00', '#1E90FF'] 

 

plt.pie(sizes, colors = colors, labels = labels, 

autopct='%1.1f%%', startangle=90, pctdistance=0.85) 

plt.title('Persentase Label Sentimen pada DataFrame', 

fontsize=16, fontweight='bold') 

plt.axis('equal') 

plt.tight_layout() 

Kode Program 4.4 Menampilkan Persentase Distribusi Label 
Sentimen 

 

 

 

 

 

 

 

 
Gambar 4.5 Persentase Label Sentimen pada DataFrame 
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Berdasarkan gambar 4.5, dapat diketahui bahwa 

perbandingan persentase dari masing-masing label 

sentimen yaitu label sentimen “Positif” sebanyak 36% dan 

label sentimen “Negatif” sebanyak 64% dari keseluruhan 

DataFrame yang terdapat di dalam korpus. 

4.2 Text-Preprocessing 

Data tweet yang telah diberikan label sentimen pada 

tahap labelling masih merupakan data kotor karena terdiri 

dari berbagai item yang tidak diperlukan dalam 

perancangan model sehingga diperlukan pengolahan pada 

DataFrame agar menjadi lebih rapi dan bersih yang akan 

dilakukan dalam tahap text-preprocessing yang terdiri dari 

6 tahapan yaitu case folding, cleaning, tokenization, 

normalize, stopwords removal, dan stemming.  

# import library yang diperlukan 

import pandas as pd 

import numpy as np 

!pip install Sastrawi 

!pip install swifter 

 

# membaca dan menampilkan file (Koneksi 

dengan GDrive) 

from google.colab import drive 

drive.mount('/content/drive') 

Kode Program 4.5 Library yang digunakan pada 
Tahap Text-Preprocessing  

Pada kode program 4.5, peneliti memanfaatkan 

library Pandas sebagai library Python yang berfungsi untuk 

memanipulasi dan analisis data, library NumPy untuk 

keperluan operasi matematika dalam compiler. Selain itu 
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peneliti juga melakukan instalasi untuk beberapa library 

tambahan seperti library Satrawi yang merupakan NLP 

(Natural Language Processing) khusus untuk kata 

berbahasa Indonesia dan library Swifter untuk 

mempercepat proses yang terdapat pada compiler. Untuk 

menyimpan data hasil dari tahap text-preprocessing, 

peneliti melakukan koneksi antara compiler dengan Google 

Drive. 

4.2.1 Case Folding 

Pada tahap case folding, data hasil tahap labelling 

yang masih terdiri dari berbagai kalimat dengan huruf 

kapital akan diubah menjadi huruf kecil (lower case) 

dengan mengetikkan kode perintah seperti pada kode 

program 4.6 dalam compiler sehingga dapat diperoleh 

output berupa gambar 4.6 yaitu teks yang berubah 

menjadi huruf kecil jika dibandingkan dengan tahap 

sebelumnya. DataFrame hasil dari tahap case folding 

selanjutnya akan disimpan ke dalam kolom 

‘case_folding’ pada tabel. 

# membuat kolom baru 

data['case_folding'] = '' 

 

#Filtering - Lower Text 

data['case_folding'] = 

data['tweet'].str.lower() 

 

print ('Hasil dari Case Folding : \n') 

print (data['case_folding'].head()) 

Kode Program 4.6 Tahap Case Folding 
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4.2.2 Cleaning 

Pada tahap cleaning, DataFrame hasil dari tahap 

case folding akan dilakukan proses pembersihan dari 

berbagai item yang tidak diperlukan dalam 

perancangan model analisis sentimen. Agar dapat 

melakukan tahap cleaning secara optimal, peneliti 

menggunakan perintah untuk memanggil modul 

bawaan dari Python yaitu string, re, dan nltk seperti 

yang ditampilkan pada kode program 4.7. 

import string 

import re #regex library 

import nltk 

nltk.download('punkt') 

Kode Program 4.7 Modul Python yang 
digunakan dalam Tahap Cleaning 

Sebelum melakukan tahap cleaning, peneliti 

mengetikkan kode perintah seperti pada kode program 

4.8 untuk mengetahui jumlah data yang terdapat pada 

DataFrame. Hal ini dilakukan oleh peneliti agar dapat 

mengamati apakah ada perubahan jumlah data pada 

Gambar 4.6 Output dari Tahap Case Folding 
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DataFrame baik sebelum maupun sesudah tahap 

cleaning dilakukan. 

 

 

 

Berdasarkan kode program 4.8, dapat diketahui 

bahwa sebelum tahap cleaning dilakukan, jumlah data 

yang terdapat di dalam DataFrame hasil dari tahap case 

folding yaitu sebanyak 1350 tweet.  

import string 

import re #regex library 

import nltk 

nltk.download('punkt') 

 

# -------------------- CLEANING ------------------- 

 

# membuat kolom baru 

data['cleaning'] = '' 

 

def remove_tweet_special(text): 

    # menghapus tab, baris baru, dan backslash 

    text = text.replace('\\t'," ").replace('\\n'," 

").replace('\\u'," ").replace('\\',"") 

    # menghapus non ASCII (emoticon, chinese word, 

.etc) 

    text = text.encode('ascii', 

'replace').decode('ascii') 

    # menghapus mention, link, hashtag 

    text = ' '.join(re.sub("([@#][A-Za-z0-

9]+)|(\w+:\/\/\S+)"," ", text).split()) 

    # menghapus URL tidak lengkap 

    return text.replace("http://", " 

").replace("https://", " ") 

data['cleaning'] = 

data['case_folding'].apply(remove_tweet_special) 

 

# menghapus angka 

def remove_number(text): 

    return  re.sub(r"\d+", "", text) 

data['cleaning'] = 

data['cleaning'].apply(remove_number) 

 

# menghapus tanda baca 

def remove_punctuation(text): 

Kode Program 4.8 Jumlah DataFrame sebelum Tahap Cleaning 
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    return 

text.translate(str.maketrans("","",string.punctuati

on)) 

data['cleaning'] = 

data['cleaning'].apply(remove_punctuation) 

 

# menghapus spasi di awal dan di akhir 

def remove_whitespace_LT(text): 

    return text.strip() 

 

data['cleaning'] = 

data['cleaning'].apply(remove_whitespace_LT) 

 

# menghapus beberapa spasi menjadi 1 spasi 

def remove_whitespace_multiple(text): 

    return re.sub('\s+',' ',text) 

 

data['cleaning'] = 

data['cleaning'].apply(remove_whitespace_multiple) 

 

# menghapus karakter tunggal 

def remove_singl_char(text): 

    return re.sub(r"\b[a-zA-Z]\b", "", text) 

 

data['cleaning'] = 

data['cleaning'].apply(remove_singl_char) 

 

# menghapus teks duplikat 

data = data.drop_duplicates() 

data = data.reset_index(drop=True) 

 

print('Hasil dari Cleaning : \n') 

print(data['cleaning'].head(), '\n') 

 

Kode Program 4.9 Tahap Cleaning 

Berdasarkan kode program 4.9, terdapat beberapa 

proses yang dilakukan oleh peneliti dalam tahap 

cleaning agar menghasilkan DataFrame yang bersih 

sehingga dapat digunakan dalam perancangan model 

analisis sentimen, diantaranya yaitu tahap penghapusan 

teks duplikat, item yang tidak diperlukan, angka, tanda 

baca, spasi, serta karakter tunggal sehingga dapat 

diperoleh hasil seperti pada gambar 4.7 yang merupakan 
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output dari tahap cleaning berupa teks bersih yang 

disimpan ke dalam kolom ‘cleaning’ pada tabel. 

 

 

 

 

 

Setelah melakukan tahap cleaning, peneliti 

mengetikkan kode perintah seperti pada kode program 

4.10 untuk mengetahui jumlah data yang terdapat pada 

DataFrame. Hal ini dilakukan oleh peneliti agar dapat 

mengamati kembali apakah ada perubahan jumlah data 

pada DataFrame baik sebelum maupun sesudah tahap 

cleaning dilakukan. 

 

 

 

Berdasarkan kode program 4.10, dapat diketahui 

bahwa setelah tahap cleaning dilakukan, jumlah data 

yang terdapat di dalam DataFrame hasil dari tahap case 

folding yaitu sebanyak 1333 tweet. Terdapat selisih data 

sebanyak 17 tweet jika dibandingkan dengan jumlah 

DataFrame sebelum dilakukan tahap cleaning. Hal ini 

dapat terjadi dikarenakan pada tahap cleaning terdapat 

Gambar 4.7 Output dari Tahap Cleaning 

Kode Program 4.10 Jumlah DataFrame setelah Tahap Cleaning 
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tahap penghapusan teks duplikat yang mendeteksi 

sebanyak 17 teks duplikat pada DataFrame. 

4.2.3 Filtering 

Setelah melalui tahap cleaning, DataFrame yang 

mengandung kata-kata tidak efektif dan tidak memiliki 

makna akan dihapus dan disaring dengan menggunakan 

tahap filtering berupa stopwords removal sehingga 

dapat mengurangi kata yang akan disimpan ke dalam 

korpus. Untuk dapat menjalankan tahap filtering, 

peneliti memanfaatkan fungsi ‘stopword’ beserta library 

Sastrawi dengan mengetikkan kode perintah seperti 

yang ditunjukkan oleh kode program 4.11 pada 

compiler. 

import Sastrawi 

from Sastrawi.StopWordRemover.StopWordRemoverFactory 

import StopWordRemoverFactory, StopWordRemover, 

ArrayDictionary 

more_stop_word = [] 

 

stop_words = StopWordRemoverFactory().get_stop_words() 

new_array = ArrayDictionary(stop_words) 

stop_words_remover_new = StopWordRemover(new_array) 

 

# membuat kolom baru 

data['filtering'] = '' 

 

def stopword (str_text) : 

  str_text = stop_words_remover_new.remove(str_text) 

  return str_text 

 

# menambahkan data hasil stopwords removal ke dalam 

kolom baru di file csv 

data['filtering'] = data['cleaning'].apply(stopword) 

 

print('Hasil dari Filtering (Stopwords Removal) : \n') 

print(data['filtering'].head(10)) 

Kode Program 4.11 Tahap Filtering 
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Berdasarkan kode program 4.11, peneliti 

melakukan beberapa tahapan dalam tahap filtering. 

Yang pertama yaitu mengimpor library beserta 

package yang diperlukan untuk menjalankan tahap 

filtering. selanjutnya yaitu tahap pembuatan Stopwords 

Dictionary yang berfungsi sebagai tempat untuk 

menampung kata-kata berbahasa Indonesia yang 

terdapat di dalam library Sastrawi. Setelah itu 

dilanjutkan dengan pembuatan fungsi yang berisi 

program untuk menjalankan tahap filtering dengan 

menggunakan kata-kata yang telah tertampung di 

dalam Stopwords Dictionary. Kemudian dilakukan 

tahap filtering dengan adanya pemanggilan fungsi ke 

dalam DataFrame hasil dari tahap cleaning sehingga 

dihasilkan DataFrame yang bersih dari kata-kata yang 

tidak efektif. Setelah dilakukan tahap stopwords 

removal, DataFrame yang telah diperoleh akan 

disimpan ke dalam kolom ‘filtering’ pada tabel dengan 

gambar 4.8 sebagai output dari tahap filtering. 

 

 

 

 

 
Gambar 4.8 Output dari Tahap Filtering 
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4.2.4 Tokenization 

Pada tahap tokenization, DataFrame yang telah 

dibersihkan pada tahap filtering akan diseleksi dan 

dipotong menjadi kata yang terpisah dari yang 

sebelumnya masih dalam bentuk kalimat utuh dengan 

menggunakan tanda pemisah seperti tanda koma (,), 

titik (.), mapupun tanda pemisah yang lain. Kode 

program 4.12 merupakan kode perintah yang 

digunakan oleh peneliti untuk menjalankan tahap 

tokenization pada compiler. 

# import fungsi word_tokenize  dari NLTK 

from nltk.tokenize import word_tokenize 

 

# ---------------- TOKENIZING ---------------- 

 

# membuat kolom baru 

data['tokenize'] = '' 

 

# NLTK word tokenize 

def word_tokenize_wrapper(text): 

    return word_tokenize(text) 

 

# menambahkan data hasil tokenize ke dalam 

kolom baru di file csv 

data['tokenize'] = 

data['filtering'].apply(word_tokenize_wrapper) 

 

print('Hasil dari Tokenizing : \n') 

print(data['tokenize'].head(10)) 

Kode Program 4.12 Tahap Tokenization 

Berdasarkan kode program 4.12, peneliti 

memanggil package word_tokenize yang merupakan 

salah satu package yang terdapat di dalam library NLTK. 

Selanjutnya peneliti membuat sebuah fungsi yang akan 

digunakan sebagai sebagai tempat untuk menampung 
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perintah dalam menjalankan tahap tokenization. Setelah 

itu dilanjutkan dengan tahap tokenization dengan 

pemanggilan fungsi pada DataFrame hasil dari tahap 

cleaning yang kemudian akan disimpan ke dalam kolom 

‘tokenize’ pada tabel dengan gambar 4.9 sebagai output 

dari tahap tokenization. 

 

 

 

 

 

 

4.2.5 Normalize 

Setelah melalui tahap filtering, DataFrame yang 

dihasilkan dari tahap filtering belum dapat dikatakan 

sebagai data yang bersih dikarenakan di dalam 

DataFrame tersebut masih mengandung kata-kata 

slang, singkatan dan bentuk kata tidak baku. Oleh 

karena itu diperlukan tahap normalize untuk menyaring 

dan mengubah kumpulan kata tersebut menjadi kata 

yang baku dan sesuai dengan ejaan dalam Kamus Besar 

Bahasa Indonesia (KBBI) . Untuk dapat menjalankan 

tahap normalize, peneliti mengetikkan kode perintah 

Gambar 4.9 Output dari Tahap Tokenization 
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seperti yang ditunjukkan oleh kode perintah 4.13 pada 

compiler. 

# membaca format file csv dari GDrive 

normalized_word = 

pd.read_csv("/content/drive/MyDrive/Skripsi_Muhammad_

Amirul_S/text_preprocessing/colloquial-indonesian-

lexicon.csv") 

 

# --------------------- NORMALIZE ------------------- 

 

# membuat kolom baru 

data['normalize'] = '' 

 

normalized_word_dict = {} 

 

for index, row in normalized_word.iterrows(): 

    if row[0] not in normalized_word_dict: 

        normalized_word_dict[row[0]] = row[1] 

 

def normalized_term(document): 

    return [normalized_word_dict[term] if term in 

normalized_word_dict else term for term in document] 

 

# menambahkan data hasil normalize ke dalam kolom 

baru di file csv 

data['normalize'] = 

data['tokenize'].apply(normalized_term) 

 

print('Hasil dari Normalize : \n') 

print(data['normalize'].head(10)) 

Kode Program 4.13 Tahap Normalize 

Berdasarkan kode program 4.13, dapat diketahui 

bahwa peneliti melakukan beberapa tahapan untuk 

melakukan tahap normalize. Yang pertama yaitu 

menyiapkan file colloquial-indonesian-lexicon.csv yang 

berisi kumpulan kata baku yang telah disesuaikan 

dengan ejaan Kamus Besar Bahasa Indonesia (KBBI) 

sebagai sumber data yang akan digunakan dalam 

pembuatan Normalize Dictionary. Setelah itu dilanjutkan 

dengan pembuatan fungsi yang berisi program untuk 
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menjalankan tahap normalize serta mempercepat proses 

pengecekan ada atau tidaknya data token hasil dari 

tahap tokenization pada dictionary. Kemudian dilakukan 

tahap normalize dengan adanya pemanggilan fungsi ke 

dalam DataFrame hasil dari tahap tokenization. 

DataFrame yang telah dihasilkan akan disimpan ke 

dalam kolom 'normalize’ pada tabel dengan gambar 4.10 

sebagai output dari tahap normalize. 

 

 

 

 

 

 

4.2.6 Stemming 

Sebelum DataFrame dapat digunakan dalam 

tahap selanjutnya, dilakukan tahap stemming yang 

merupakan akhir dari tahap text-preprocessing. 

DataFrame yang diperoleh dari tahap normalize akan 

dilakukan tahap penyaringan terhadap kata yang 

mengandung kata sambung, kata ganti, dan kata depan 

yang akan diubah dengan tahap stemming menjadi 

bentuk kata dasar dengan menghilangkan awalan atau 

akhiran dari kata tersebut. Agar tahap stemming dapat 

Gambar 4.10 Output dari Tahap Normalize 



71 
 

 
 

dilakukan secara cepat dan efisien, peneliti 

memanfaatkan library Sastrawi untuk menghasilkan 

data berupa kata dasar dalam Bahasa Indonesia dan 

library Swifter untuk membantu mempercepat tahap 

stemming pada korpus dengan mengetikkan kode 

perintah seperti yang ditunjukkan oleh kode program 

4.14 pada compiler. 

# import Sastrawi package 

 

from Sastrawi.Stemmer.StemmerFactory import 

StemmerFactory 

import swifter 

 

# membuat kolom baru 

data['clean_tweet'] = '' 

 

# membuat stemmer 

factory = StemmerFactory() 

stemmer = factory.create_stemmer() 

 

# proses stemmed 

def stemmed_wrapper(term): 

    return stemmer.stem(term) 

 

term_dict = {} 

 

for document in data['normalize']: 

    for term in document: 

        if term not in term_dict: 

            term_dict[term] = ' ' 

 

print(len(term_dict)) 

print("------------------------") 

 

for term in term_dict: 

    term_dict[term] = stemmed_wrapper(term) 

    print(term,":" ,term_dict[term]) 

 

print(term_dict) 

print("------------------------") 

 

# mengaplikasikan stemmed term ke dalam dataframe 

(mengembalikan kata ke dalam bentuk asli) 

def get_stemmed_term(document): 

    return [term_dict[term] for term in document] 

 

data['clean_tweet'] = 

data['normalize'].swifter.apply(get_stemmed_term) 
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print('Hasil dari Stemming : \n') 

print(data['clean_tweet']) 

Kode Program 4.14 Tahap Stemming 

 Berdasarkan kode program 4.14, dapat 

diketahui bahwa peneliti melakukan beberapa tahapan 

untuk menjalankan tahap stemming. Yang pertama 

yaitu pengimporan package yang diperlukan dalam 

tahap stemming. Sebelum tahap stemming dapat 

dijalankan, dilakukan pembuatan stemmer, Stemmer 

Dictionary, dan fungsi yang di dalamnya berisi kode 

perintah untuk menjalankan tahap stemming. 

Selanjutnya dilakukan tahap stemming dengan 

mengaplikasikan fungsi swifter() pada setiap 

DataFrame hasil dari tahap normalize yang kemudian 

disimpan dalam kolom ‘clean_tweet’ pada tabel dengan 

gambar 4.11 sebagai output dari tahap stemming. 

 

 

 

 

 

 

Setelah melalui seluruh tahapan yang terdapat di 

dalam tahap text-preprocessing, DataFrame yang 

sebelumnya merupakan data kotor dikarenakan 

mempunyai berbagai macam item yang tidak perlu serta 

Gambar 4.11 Output dari Tahap Stemming 
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memiliki bentuk kata yang tidak efektif telah diubah 

menjadi data yang bersih sehingga dapat digunakan dalam 

tahap selanjutnya. DataFrame yang telah diperoleh dari 

tahap text-preprocessing kemudian akan disimpan ke 

dalam format file CSV agar dapat digunakan pada tahap 

selanjutnya. Berikut gambar 4.12 merupakan hasil dari 

tahap text-preprocessing yang telah dilakukan oleh peneliti. 

  

 

 

 

 

 

4.3 Ekstraksi Fitur 

Setelah dilakukan tahap text-preprocessing, 

dilakukan tahap ekstraksi fitur dengan memberikan nilai 

bobot pada setiap kata yang terdapat di dalam dokumen. 

Untuk dapat menjalankan tahap ekstraksi fitur dengan 

optimal, peneliti memanfaatkan library Python yaitu 

NumPy dan Pandas beserta Google Drive sebagai media 

penyimpanan file hasil dari tahap ekstraksi fitur. 

 

 

 

Gambar 4.12 Hasil dari Tahap Text-Preprocessing 
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import pandas as pd 

import numpy as np 

 

# membaca dan menampilkan file (Koneksi dengan 

GDrive) 

from google.colab import drive 

drive.mount('/content/drive') 

Kode Program 4.15 Library yang digunakan 
pada Tahap Ekstraksi Fitur 

Sebelum dilakukan tahap ekstraksi fitur, DataFrame 

hasil dari tahap text-preprocessing yang bertipe data string 

akan diubah menjadi bertipe data list untuk memudahkan 

proses manipulasi data pada tahap ekstraksi fitur dengan 

mengetikkan kode perintah seperti yang ditunjukkan oleh 

kode program 4.16 pada compiler dan gambar 4.13 sebagai 

output dari kode perintah tersebut. 

# mengubah format string ke list 

import ast 

 

def convert_text_list(texts): 

    texts = ast.literal_eval(texts) 

    return [text for text in texts] 

 

data["tweet_list"] = 

data["tweet"].apply(convert_text_list) 

 

print(data["tweet_list"]) 

print("\ntype : ", type(data["tweet_list"])) 

Kode Program 4.16 Pengubahan Tipe Data String 
ke List 

 

 

 

 

 
Gambar 4.13 Output Pengubahan Tipe  

Data String ke List 
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Setelah dilakukan pengubahan tipe data dari string 

ke list, dilanjutkan dengan pemberian nilai bobot pada 

setiap kata yang terdapat di dalam dokumen dengan 

menggunakan Metode TF-IDF dan Metode TF-RF. Sebagai 

contoh, peneliti menggunakan beberapa dokumen yang 

akan dijadikan sebagai sampel dalam penghitungan nilai 

bobot secara manual. 

Tabel 4.2 Contoh Dokumen 

Dokumen Tweet 

D1 Mana sekarang ada yg matokin harga tiket 
konser mahal banget. 7,2jt buat section vip 
dapet apa? Dapet nomor wa artisnya ga? 
Wkwkwk 

D2 @sykesxsand Nah iya, harga tiket konser disini 

jg lebih mahal daripada di LN 🙂 

D3 WTB tiket konser coldplay Seating untuk 2 

tiket harga normal plis 🙏 

Berdasarkan tabel 4.2, terdapat 3 dokumen yang 

dijadikan sebagai sampel pada penelitian ini. Setelah 

dilakukan tahap text-preprocessing, diperoleh korpus atau 

kumpulan data bersih sebagai berikut. 

D1 : ['patok', 'harga', 'tiket', 'konser', 'mahal', 'banget', 

'juta', ‘section’, 'dapat', 'nomor', 'artis'] 

D2 : ['iya', 'harga', 'tiket', 'konser', 'juga', 'mahal'] 

D3 : ['tiket', 'konser', 'coldplay', 'harga', 'normal'] 
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4.3.1 Metode TF-IDF 

Untuk menghitung nilai bobot dengan 

menggunakan Metode TF-IDF, terdapat beberapa 

tahapan yang harus dilakukan. Tahap pertama yaitu 

penghitungan nilai TF (Term Frequency) terlebih dahulu 

dengan menggunakan rumus yang terdapat pada 

persamaan 2.1. Adapun contoh hasil penghitungan nilai 

bobot TF pada suatu kata dapat dilihat pada tabel 4.3. 

Tabel 4.3 Contoh Penghitungan Nilai TF 

Dokumen 
Jumlah 

Kata 
Kata Frekuensi TF 

D1 11 
mahal 

1 0,09090909 

D2 6 1 0,16666667 

D3 5 0 0 

Berdasarkan tabel 4.3, dapat diketahui bahwa nilai 

bobot TF dapat diperoleh dengan melakukan pembagian 

antara jumlah term terpilih dengan jumlah term yang ada 

dalam suatu dokumen. Sebagai contoh, pada D1 terdiri 

dari 11 kata yang di dalamnya terdapat kata “mahal” 

muncul sebanyak 1 kali, sehingga Nilai TF yang 

dihasilkan untuk kata “mahal” sebesar 0,09090909. 

IDF yang dapat diperoleh dengan menggunakan 

rumus yang terdapat pada persamaan 2.2. Dalam Metode 

IDF, suatu term yang memiliki frekuensi kemunculan 

lebih sedikit di dalam dokumen akan dianggap lebih 
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penting daripada frekuensi kemunculan term yang lebih 

banyak. Sebagai contoh, berikut merupakan contoh hasil 

penghitungan nilai bobot IDF untuk kata “mahal” . 

W(IDF)t = 𝑙𝑜𝑔 (
𝑁

𝐷𝐹(𝑡)
) 

 = 𝑙𝑜𝑔  (
3

2
)  

 = 0,17609126 

Setelah diperoleh nilai IDF, dapat dilanjutkan 

dengan penghitungan nilai bobot TF-IDF. Dalam Metode 

TF-IDF, nilai bobot yang tinggi akan dihasilkan oleh kata 

yang memiliki jumlah kemunculan yang lebih banyak 

dalam suatu dokumen, namun kata tersebut jarang 

muncul dalam korpus. Nilai bobot TF-IDF dapat 

dihasilkan dengan mengalikan antara nilai bobot TF 

dengan nilai bobot IDF. Sebagai contoh, berikut 

merupakan contoh hasil penghitungan nilai bobot TF-

IDF untuk kata “mahal” pada D1. 

W(TF.IDF) = 𝑇𝐹(𝑑,𝑡)  × 𝐼𝐷𝐹(𝑡) 

 = 0,09090909 × 0,17609126 

 = 0,01600829 

Adapun hasil dari penghitungan nilai bobot TF-IDF 

terhadap seluruh kata yang terdapat di dalam korpus 

dapat dilihat pada tabel 4.4.  
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Tabel 4.4 Contoh Hasil Penghitungan Metode TF-IDF 

Q 
TF 

IDF 
W = TF * IDF 

D1 D2 D3 D1 D2 D3 

patok 0,0909 0 0 0,4771 0,1342 0 0 

harga 0,0909 0,1667 0,2 0 0 0 0 

tiket 0,0909 0,1667 0,2 0 0 0 0 

konser 0,0909 0,1667 0,2 0 0 0 0 

mahal 0,0909 0,1667 0 0,1761 0,0160 0,0293 0 

banget 0,0909 0 0 0,4771 0,1342 0 0 

juta 0,0909 0 0 0,4771 0,1342 0 0 

section 0,0909 0 0 0,4771 0,1342 0 0 

dapat 0,0909 0 0 0,4771 0,1342 0 0 

nomor 0,0909 0 0 0,4771 0,1342 0 0 

artis 0,0909 0 0 0,4771 0,1342 0 0 

iya 0 0,1667 0 0,4771 0 0,0795 0 

juga 0 0,1667 0 0,4771 0 0,0795 0 

coldplay 0 0 0,2 0,4771 0 0 0,0954 

normal 0 0 0,2 0,4771 0 0 0,0954 

Sebagai implementasi dari contoh penghitungan 

tersebut, peneliti mengetikkan kode perintah seperti 

yang ditunjukkan oleh kode program 4.17 pada compiler. 

# Menghitung TF 

def calc_TF(document): 

 

    # Menghitung jumlah kemunculan kata di di dalam 

dokumen 

    TF_dict = {} 

    for term in document: 

        if term in TF_dict: 

            TF_dict[term] += 1 

        else: 

            TF_dict[term] = 1 

    # Menghitung TF pada setiap kata 

    for term in TF_dict: 

        TF_dict[term] = TF_dict[term] / 

len(document) 

    return TF_dict 

 

# Menyimpan TF Dictionary ke dalam kolom tabel 

data["TF_dict"] = data['tweet_list'].apply(calc_TF) 
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print('Hasil Penghitungan Nilai TF : \n') 

print(data["TF_dict"].head(10)) 

Kode Program 4.17 Menghitung Nilai TF 

Berdasarkan kode program 4.17, dapat diketahui 

bahwa untuk menghitung nilai TF, peneliti 

menggunakan sebuah fungsi yang didalamnya terdapat 

dictionary yang menampung setiap kata yang berada di 

dalam dokumen beserta logika yang digunakan untuk 

menghitung nilai TF. Selanjutnya dilakukan tahap 

penghitungan dengan mengaplikasikan fungsi pada 

setiap term yang tertampung di dalam TF Dictionary 

yang kemudian akan disimpan dalam kolom ‘TF_dict’ 

pada tabel dengan gambar 4.14 sebagai output dari 

tahap penghitungan nilai TF. 

 

 

 

 

 

 

 

 Setelah ditemukan nilai TF yang tertampung 

dalam folder ‘TF_dict’, dilanjutkan dengan penghitungan 

nilai DF yang merupakan jumlah kemunculan setiap term 

yang terdapat di dalam korpus. Adapun kode perintah 

yang dijalankan dapat dilihat pada kode program 4.18. 

Gambar 4.14 Output Hasil Penghitungan Nilai TF 
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#menghitung  DF 

def calc_DF(tfDict): 

    count_DF = {} 

    # Menjalankan TF Dictionary tiap dokumen 

dan menambahkannya ke dalam DF Dictionary 

    for document in tfDict: 

        for term in document: 

            if term in count_DF: 

                count_DF[term] += 1 

            else: 

                count_DF[term] = 1 

    return count_DF 

 

# Menyimpan DF Dictionary ke dalam kolom 

tabel 

DF = calc_DF(data["TF_dict"]) 

print(DF) 

Kode Program 4.18 Menghitung Nilai DF 

Berdasarkan kode program 4.18, dapat diketahui 

bahwa untuk menentukan nilai DF, dilakukan 

pembuatan fungsi yang didalamnya terdapat perintah 

untuk menghitung kemunculan setiap term yang 

terdapat di dalam TF Dictionary dan menampung nilai DF 

ke dalam DF Dictionary. Adapun output yang diperoleh 

dari hasil penghitungan nilai DF dapat dilihat pada 

gambar 4.15. 

 

 

 

Setelah dilakukan penghitungan nilai DF, 

dilanjutkan dengan penghitungan nilai IDF. Adapun kode 

perintah yang digunakan oleh peneliti untuk 

menghitung nilai IDF dapat dilihat pada kode program 

4.19. 

Gambar 4.15 Output Hasil Penghitungan Nilai DF 
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n_document = len(data) 

# Menghitung IDF 

def calc_IDF(__n_document, __DF): 

    IDF_Dict = {} 

    for term in __DF: 

        IDF_Dict[term] = np.log10 (__n_document / 

(__DF[term])) 

    return IDF_Dict 

 

# Menjalankan fungsi IDF 

IDF = calc_IDF(n_document, DF) 

print(IDF) 

Kode Program 4.19 Menghitung Nilai IDF 

Berdasarkan kode program 4.19, dapat diketahui 

bahwa untuk menghitung nilai IDF, peneliti 

menggunakan sebuah fungsi yang di dalamnya terdapat 

perintah untuk menghitung nilai IDF pada setiap term 

yang terdapat di dalam korpus dan menampung nilai IDF 

yang telah diperoleh ke dalam IDF Dictionary. Adapun 

output yang diperoleh dari hasil penghitungan nilai IDF 

dapat dilihat pada gambar 4.16. 

 

 

 

Setelah diperoleh nilai IDF, dilanjutkan dengan 

melakukan penghitungan nilai bobot dengan 

menggunakan metode TF-IDF. Nilai bobot TF-IDF dapat 

diperoleh dengan mengalikan hasil dari nilai TF dengan 

hasil dari nilai IDF pada setiap term yang ada di dalam 

korpus. 

 

Gambar 4.16 Output Hasil Penghitungan Nilai IDF 
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# Menghitung TF-IDF 

def calc_TF_IDF(TF): 

    TF_IDF_Dict = {} 

    # Perkalian antara TF dan IDF pada tiap kata 

    for key in TF: 

        TF_IDF_Dict[key] = TF[key] * IDF[key] 

    return TF_IDF_Dict 

 

# Menyimpan Hasil TF-IDF Dictionary ke dalam kolom 

tabel 

data["TF_IDF_dict"] = 

data["TF_dict"].apply(calc_TF_IDF) 

data["TF_IDF_dict"].head() 

Kode Program 4.20 Menghitung Nilai Bobot TF-IDF 

 

 

 

 

Berdasarkan kode program 4.20, peneliti 

menggunakan sebuah fungsi yang di dalamnya terdapat 

perintah untuk menghitung nilai bobot TF-IDF pada 

setiap term yang terdapat di dalam korpus dan 

menyimpan hasil yang telah diperoleh berupa TF-IDF 

Dictionary ke dalam kolom ‘TF_IDF_dict’ pada tabel 

dengan gambar 4.17 sebagai output. 

4.3.2 Metode TF-RF 

Untuk menghitung nilai bobot dengan 

menggunakan Metode TF-RF, terdapat beberapa tahapan 

yang harus dilakukan. Tahap pertama yaitu menghitung 

nilai TF (Term Frequency) terlebih dahulu dengan contoh 

penghitungan yang telah ditunjukan oleh tabel 4.3. 

Setelah didapatkan nilai TF, dapat dilanjutkan dengan 

Gambar 4.17 Output Hasil Penghitungan  
Nilai TF-IDF 
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menghitung nilai RF (Relevance Frecuency) yang 

diperoleh dengan menggunakan rumus yang terdapat 

pada persamaan 2.4. Dalam Metode RF, relevansi 

dokumen dapat diketahui dari frekuensi kemunculan 

term di dalam kategori yang berkaitan. Sebagai contoh, 

berikut merupakan contoh hasil penghitungan nilai 

bobot RF untuk kata “mahal” . 

W(RF) = 𝑙𝑜𝑔 (2 + 
𝑏

𝑚𝑎𝑥 (1,𝑐)
) 

 = 𝑙𝑜𝑔 (2 + 
2

𝑚𝑎𝑥 (1,1)
) 

 = 𝑙𝑜𝑔 (2 + 
2

2
) 

 = 𝑙𝑜𝑔 (2 + 1) 

 = 𝑙𝑜𝑔 (3) 

 = 0,47712125 

Setelah diperoleh nilai RF, dapat dilanjutkan 

dengan penghitungan nilai bobot TF-RF. Dalam Metode 

TF-RF, nilai bobot dapat ditentukan dengan 

mempertimbangkan relevansi antar dokumen yang 

dapat dilihat dari frekuensi kemunculan term yang 

terdapat dalam kategori yang saling berkaitan. Nilai 

bobot TF-RF dapat dihasilkan dengan mengalikan antara 

nilai bobot TF dengan nilai bobot RF. Sebagai contoh, 
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berikut merupakan contoh hasil penghitungan nilai 

bobot TF-RF untuk kata “mahal” pada D1. 

W(TF.RF) = 𝑇𝐹(𝑑,𝑡)  ×  𝑅𝐹 

 = 0,09090909 × 0,47712125 

 = 0,04337465 

Adapun hasil dari penghitungan nilai bobot TF-RF 

terhadap seluruh kata yang terdapat di dalam korpus 

dapat dilihat pada tabel 4.5. 

Tabel 4.5 Contoh Hasil Penghitungan Metode TF-RF 

Q 
TF 

RF 
W = TF * RF 

D1 D2 D3 
 

D1 D2 D3 
 

patok 0,0909 0 0 0,6532 0,0593 0 0 
harga 0,0909 0,1667 0,2 0,4771 0,0434 0,0795 0,0954 
tiket 0,0909 0,1667 0,2 0,4771 0,0434 0,0795 0,0954 

konser 0,0909 0,1667 0,2 0,4771 0,0434 0,0795 0,0954 
mahal 0,0909 0,1667 0 0,5440 0,0160 0,0906 0 
banget 0,0909 0 0 0,6532 0,0593 0 0 

juta 0,0909 0 0 0,6532 0,0593 0 0 
section 0,0909 0 0 0,6532 0,0593 0 0 
dapat 0,0909 0 0 0,6532 0,0593 0 0 

nomor 0,0909 0 0 0,6532 0,0593 0 0 
artis 0,0909 0 0 0,6532 0,0593 0 0 
iya 0 0,1667 0 0,6532 0 0,1088 0 

juga 0 0,1667 0 0,6532 0 0,1088 0 
coldplay 0 0 0,2 0,6532 0 0 0,1306 
normal 0 0 0,2 0,6532 0 0 0,1306 

Sebagai implementasi dari contoh penghitungan 

tersebut, peneliti menggunakan beberapa tahapan untuk 

dapat melakukan pembobotan kata dengan Metode TF-
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RF. Yang pertama yaitu tahap penghitungan nilai TF yang 

telah disajikan pada kode program 4.17 sehingga dapat 

dihasilkan TF Dictionary. Tahap selanjutnya yaitu 

menghitung nilai RF. Adapun kode perintah yang 

digunakan oleh peneliti untuk menghitung nilai RF dapat 

dilihat pada kode program 4.21. 

def calc_RF(tfDict): 

    count_RF = {} 

    # Menjalankan TF Dictionary tiap dokumen dan 

menambahkannya ke dalam RF Dictionary 

    for document in tfDict: 

        for term in document: 

            if term in count_RF: 

                count_RF[term] += 1 

            else: 

                count_RF[term] = 1 

    return count_RF 

 

RF = calc_RF(data["TF_dict"]) 

print(RF) 

Kode Program 4.21 Pembuatan RF Dictionary 

Berdasarkan kode program 4.21, terdapat dua 

langkah yang dilakukan oleh peneliti dalam melakukan 

penghitungan nilai RF. Langkah yang pertama dalam 

penghitungan nilai RF yaitu pembuatan fungsi yang di 

dalamnya terdapat perintah untuk membuat dictionary 

sementara sebagai tempat penghitungan jumlah 

kemunculan dari kata tertentu dalam kategori yang 

berkaitan dengan gambar 4.18 sebagai output dari kode 

program 4.21. 

 

 Gambar 4.18 Output Pembuatan RF Dictionary 
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Setelah didapatkan dictionary sementara, 

dilanjutkan dengan penghitungan nilai RF dengan 

mengetikkan perintah seperti pada kode program 4.22. 

n_document = len(data) 

# Menghitung RF 

def calc_RF(__n_document, __RF): 

    RF_Dict = {} 

    for term in __RF: 

        RF_Dict[term] = np.log10 (2 + 

((__RF[term]) / max(1, (__n_document - 

(__RF[term]))))) 

    return RF_Dict 

 

# Menjalankan fungsi RF 

_RF = calc_RF(n_document, RF) 

print(_RF) 

Kode Program 4.22 Pengitungan Nilai RF 

Berdasarkan kode program 4.22, peneliti 

menggunakan sebuah fungsi yang di dalamnya terdapat 

logika yang digunakan untuk menjalankan tahap 

penghitungan nilai RF pada setiap term yang terdapat di 

dalam dokumen yang kemudian menyimpannya ke 

dalam RF Dictionary. Adapun output dari pembuatan RF 

Dictionary dapat dilihat pada gambar 4.19. 

 

 

 

Setelah diperoleh nilai RF, dilanjutkan dengan 

melakukan penghitungan nilai bobot dengan 

menggunakan metode TF-RF. Nilai bobot TF-RF dapat 

diperoleh dengan mengalikan hasil dari nilai TF dengan 

Gambar 4.19 Output Pengitungan Nilai RF 
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hasil dari nilai RF pada setiap term yang ada di dalam 

korpus. Adapun kode perintah yang digunakan oleh 

peneliti untuk menghitung nilai bobot dengan 

menggunakan Metode TF-RF dapat dilihat pada kode 

program 4.23. 

# Menghitung TF-RF 

def calc_TF_RF(TF): 

    TF_RF_Dict = {} 

    # Perkalian antara TF dan RF pada tiap kata 

    for key in TF: 

        TF_RF_Dict[key] = TF[key] * _RF[key] 

    return TF_RF_Dict 

 

# Menyimpan Hasil TF-RF Dictionary ke dalam kolom tabel 

data["TF_RF_dict"] = data["TF_dict"].apply(calc_TF_RF) 

data["TF_RF_dict"].head() 

Kode Program 4.23 Penghitungan Nilai Bobot TF-RF 

Berdasarkan kode program 4.23, peneliti 

menggunakan sebuah fungsi yang di dalamnya terdapat 

perintah untuk menghitung nilai bobot TF-RF pada 

setiap term yang terdapat di dalam korpus dan 

menyimpan hasil yang telah diperoleh berupa TF-RF 

Dictionary ke dalam kolom ‘TF_RF_dict’ pada tabel 

dengan gambar 4.20 sebagai output. 

  

 

 

 

Setelah DataFrame melalui tahap pembobotan kata, 

dilanjutkan dengan tahap pembentukan vektor kata yang 

Gambar 4.20 Output Hasil Penghitungan Nilai TF-RF 
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merupakan tahap penggabungan pada setiap DataFrame 

hasil dari tahap pembobotan kata menjadi kumpulan array 

yang kemudian diubah ke dalam bentuk matriks, dimana 

setiap baris yang terdapat di dalam matriks menunjukkan 

baris pada dokumen, dan setiap kolom yang terdapat di 

dalam matriks menunjukkan semua kata yang ada di dalam 

dokumen teks secara keseluruhan. Untuk dapat 

menjalankan tahap pembentukan vektor kata, peneliti 

memanfaatkan modul CountVectorizer yang berasal dari 

library scikit-learn. Adapun kode perintah yang digunakan 

oleh peneliti untuk menjalankan tahap pembentukan 

vektor kata dapat dilihat pada kode program 4.24 dan 4.25 

dengan gambar 4.21 sebagai output. 

from sklearn.feature_extraction.text import CountVectorizer 

 

cv = CountVectorizer() 

TF_IDF_Vec = cv.fit_transform(data['TF_IDF_dict']) 

TF_IDF_Vec = TF_IDF_Vec.toarray() 

TF_IDF_Vec 

Kode Program 4.24 Pembentukan Vektor Kata TF-IDF 

TF_RF_Vec = cv.fit_transform(data['TF_RF_dict']) 

TF_RF_Vec = TF_RF_Vec.toarray() 

TF_RF_Vec 

Kode Program 4.25 Pembentukan Vektor Kata TF-RF 

  

Gambar 4.21 Output Vektor Kata TF-IDF dan TF-RF 
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4.4 Pembagian Dataset 

Setelah DataFrame melalui tahap ekstraksi fitur, 

hasil dari pembobotan masing-masing metode akan dibagi 

menjadi data latih dan data uji yang akan digunakan dalam 

model klasifikasi dengan perbandingan rasio 70:30, 

dengan 70% sebagai data latih dan 30% sebagai data uji.  

Untuk menjalankan tahap pembagian dataset, 

peneliti memanfaatkan modul train_test_split yang berasal 

dari library scikit-learn. Adapun kode perintah yang 

digunakan oleh peneliti untuk menjalankan tahap 

pembagian dataset pada masing-masing metode 

pembobotan kata dapat dilihat pada kode program 4.26. 

from sklearn.model_selection 

import train_test_split 

 

X_idf = TF_IDF_Vec 

y_idf = data['label'] 

X_idf_train, X_idf_test, 

y_idf_train, y_idf_test = 

train_test_split(X_idf, y_idf, 

test_size=0.30,random_state=35) 

from sklearn.model_selection 

import train_test_split 

 

X_rf = TF_RF_Vec 

y_rf = data['label'] 

X_rf_train, X_rf_test, 

y_rf_train, y_rf_test = 

train_test_split(X_rf, y_rf, 

test_size=0.30,random_state=35) 

Kode Program 4.26 Pembagian dataset TF-
IDF dan TF-RF 

Berdasarkan kode program 4.27, dapat diperoleh data 

latih sebanyak 933 tweet dan data uji sebanyak 400 tweet 

untuk masing-masing metode pembobotan kata seperti 

yang disajikan pada gambar 4.22. 
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Gambar 4.22 Jumlah Data Latih dan Data Uji 

4.5 Perancangan Model 

Pada tahap perancangan model, DataFrame yang 

telah dibagi menjadi data latih dan data uji akan digunakan 

sebagai input dalam tahap pelatihan model, uji coba model, 

serta evaluasi model analisis sentimen dengan 

memanfaatkan Algoritma Naïve Bayes. Untuk menyiapkan 

DataFrame hasil dari tahap ekstraksi fitur agar dapat 

digunakan pada tahap perancangan model, peneliti 

memanfaatkan beberapa library Python, diantaranya yaitu 

library NumPy untuk keperluan operasi matematika dalam 

compiler, library Pandas sebagai library Python yang 

berfungsi untuk memanipulasi dan analisis data. Selain itu, 

peneliti juga memanfaatkan Google Drive untuk 

menghubungkan file yang berisi DataFrame dengan 

compiler. 

import pandas as pd 

import numpy as np 

 

# membaca dan menampilkan file (Koneksi dengan 

GDrive) 

from google.colab import drive 

drive.mount('/content/drive') 

Kode Program 4.27 Library yang digunakan pada 
Tahap Perancangan Model 
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Adapun kode perintah yang digunakan oleh peneliti 

untuk menyiapkan DataFrame agar dapat digunakan 

dalam tahap pelatihan model dapat dilihat pada kode 

program 4.28 dengan gambar 4.23 Sebagai output. 

data=pd.read_csv 

("/content/drive/MyDrive/Skripsi_Muhamm

ad_Amirul_S/ekstraksi_fitur/Ekstraksi_F

itur.csv", usecols =["label", "tweet", 

"TF_IDF_dict", "TF_RF_dict"]) 

 

data.head(10) 

Kode Program 4.28 Menyiapkan DataFrame  

 

 

 

 

 

 

4.4.1 Algoritma Naïve Bayes 

Setelah DataFrame melalui tahap pembagian 

dataset, data latih yang berisi hasil bobot kata dari 

masing-masing metode pembobotan kata akan 

digunakan sebagai input dalam tahap pelatihan model 

klasifikasi dengan memanfaatkan Algoritma Naïve 

Bayes. Untuk dapat menjalankan tahap pelatihan model 

dengan maksimal, peneliti memanfaatkan library scikit-

learn untuk menjalankan proses klasifikasi model. 

Adapun kode perintah yang digunakan oleh peneliti 

Gambar 4.23 DataFrame yang akan digunakan pada Tahap 
Perancangan Model 
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untuk menjalankan tahap pelatihan model dapat dilihat 

pada kode program 4.29. 

 

 
Kode Program 4.29 Tahap Pelatihan Model 

Berdasarkan kode program 4.29, peneliti 

menggunakan beberapa modul yang diperlukan pada 

tahap pelatihan, pengujian, serta evaluasi model. 

Diantaranya yaitu modul MultinomialNB untuk 

menjalankan Algoritma Multinomial Naïve Bayes yang 

merupakan salah satu metode klasifikasi yang 

menggunakan nilai probabilitas suatu kelas dalam suatu 

dokumen. Selain itu, peneliti juga menggunakan modul 

classification_report untuk menampilkan hasil dari 

klasifikasi sentimen, serta modul confusion_matrix 

untuk menampilan hasil dari Confussion Matrix. Untuk 

menjalankan tahap pelatihan model, peneliti 

menggunakan method MultinomialNB() yang berasal 

dari modul MultinomialNB terhadap data latih dari 

masing-masing metode pembobotan kata sebesar 70% 

dari keseluruhan DataFrame. 
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4.4.2 Uji Model 

Setelah melalui tahap pelatihan model, data uji 

yang telah diperoleh dari masing-masing pembobotan 

kata akan diujikan untuk mengetahui performa dari 

model klasifikasi yang telah dirancang. Adapun kode 

perintah yang digunakan oleh peneliti untuk 

menjalankan tahap uji model dapat dilihat pada kode 

program 4.30. 

from sklearn import metrics 

 

predicted = CNB.predict(X_idf_test) 

accuracy_score = metrics.accuracy_score(predicted, 

y_idf_test) 

 

print('Hasil Akurasi Metode TF-IDF dengan 

Algoritma Naive Bayes 

:',str('{:04.2f}'.format(accuracy_score*100))+' 

%') 

from sklearn import metrics 

 

predicted = CNB.predict(X_rf_test) 

accuracy_score = metrics.accuracy_score(predicted, 

y_rf_test) 

 

print('Hasil Akurasi Metode TF-RF dengan Algoritma 

Naive Bayes 

:',str('{:04.2f}'.format(accuracy_score*100))+' 

%') 

Kode Program 4.30 Kode Perintah Tahap Uji Model 

Berdasarkan kode program 4.30, peneliti 

menggunakan modul metrics yang diperlukan untuk 

menghitung nilai akurasi yang diperoleh dari tahap uji 

model klasifikasi. Untuk menjalankan tahap uji model, 

peneliti menggunakan method predict untuk 

memprediksi nilai output yang dihasilkan oleh data uji. 
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Setelah itu dilanjutkan dengan menghitung nilai akurasi 

dari model klasifikasi yang telah dirancang. Adapun 

output yang dihasilkan dari tahap uji model dapat 

dilihat pada gambar 4.24. 

 

 
Gambar 4.24 Output Tahap Uji Model 

Berdasarkan gambar 4.24, dapat diketahui bahwa 

nilai akurasi yang diperoleh data uji hasil dari 

pembobotan kata dengan menggunakan Metode TF-RF 

lebih tinggi dibandingan dengan Metode TF-IDF, yaitu 

92.25% untuk Metode TF-RF dan 88.75% untuk 

Metode TF-IDF. Namun untuk mengetahui performa 

keseluruhan dari model klasifikasi yang telah 

dirancang, diperlukan tahap evaluasi model. 

4.4.3 Evaluasi Model 

Setelah diperoleh nilai akurasi dari model 

klasifikasi pada tahap uji model, dilanjutkan dengan 

mengevaluasi model klasifikasi dengan Confusion 

Matrix untuk mengetahui performa keseluruhan dari 

model yang telah dirancang berupa nilai akurasi, 

presisi, recall, dan f1-score. Berdasarkan hasil dari 

klasifikasi yang telah dilakukan pada tahap uji model, 

dapat dibentuk sebuah tabel Confusion Matrix dari 
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masing-masing metode yang ditunjukkan oleh tabel 4.6 

dan 4.7. 

Tabel 4.6 Hasil Confusion Matrix TF-IDF 

 
Nilai Aktual 

Positif Negatif 

N
il

a
i 

P
re

d
iK

si
 

Positif 117 22 

Negatif 23 238 

Tabel 4.7 Hasil Confusion Matrix TF-RF 

 
Nilai Aktual 

Positif Negatif 

N
il

a
i 

P
re

d
iK

si
 

Positif 126 10 

Negatif 21 243 

Setelah tabel Confusion Matrix terbentuk, peneliti 

melakukan penghitungan performa dari model analisis 

sentimen kenaikan harga tiket konser pasca pandemi 

Covid-19 di Indonesia secara manual untuk masing-

masing metode pembobotan kata yang terdiri atas 

beberapa tahap. Yang pertama yaitu tahap 

penghitungan nilai akurasi yang merupakan sebuah 

metrik evaluasi yang menunjukkan seberapa baik 

model klasifikasi membuat prediksi yang benar dari 

semua prediksi yang telah dilakukan. Berikut 

merupakan hasil penghitungan nilai akurasi dari 



96 
 

 
 

model klasifikasi yang telah dirancang ditunjukkan 

oleh tabel 4.8. 

Tabel 4.8 Hasil Penghitungan Nilai Akurasi 

Akurasi 

TF-IDF TF-RF 

𝑇𝑃 + 𝑇𝑁

𝑇𝑃 + 𝐹𝑃 + 𝐹𝑁 + 𝑇𝑁
 × 100 

𝑇𝑃 + 𝑇𝑁

𝑇𝑃 + 𝐹𝑃 + 𝐹𝑁 + 𝑇𝑁
 × 100 

117 + 238

117 + 22 + 23 + 238
 × 100 

126 + 243

126 + 10 + 21 + 243
 × 100 

355

400
 × 100 

369

400
 × 100 

88,75% 92,25% 

Berdasarkan hasil nilai akurasi yang disajikan 

pada tabel 4.8, dapat diketahui bahwa tingkat 

kemampuan model analisis sentimen dalam 

mengklasifikasikan sentimen mengenai fenomena 

kenaikan harga tiket konser pasca pandemi Covid-19 di 

Indonesia dengan benar menggunakan data uji hasil 

dari pembobotan Metode TF-RF memiliki persentase 

yang lebih tinggi jika dibandingan dengan Metode TF-

IDF,  yaitu 92.25% untuk Metode TF-RF dan 88.75% 

untuk Metode TF-IDF.  

Setelah didapatkan nilai akurasi pada model 

klasifikasi, langkah selanjutnya yaitu tahap 

penghitungan nilai presisi untuk masing-masing kelas 

sentimen. Berikut merupakan hasil penghitungan nilai 
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presisi dari model klasifikasi yang telah dirancang 

ditunjukkan oleh tabel 4.9 dan 4.10. 

Tabel 4.9 Hasil Penghitungan Nilai Presisi 
Kelas Positif 

Presisi (Kelas Positif) 

TF-IDF TF-RF 

𝑇𝑃

𝑇𝑃 + 𝐹𝑃
 × 100 

𝑇𝑃

𝑇𝑃 + 𝐹𝑃
 × 100 

117

117 + 22
 × 100 

126

126 + 10
 × 100 

117

139
 × 100 

126

136
 × 100 

84,17% 92,64% 

Tabel 4.10 Hasil Penghitungan Nilai Presisi 
Kelas Negatif 

Presisi (Kelas Negatif) 

TF-IDF TF-RF 

𝑇𝑁

𝑇𝑁 + 𝐹𝑁
 × 100 

𝑇𝑁

𝑇𝑁 + 𝐹𝑁
 × 100 

238

238 + 23
 × 100 

243

243 + 21
 × 100 

238

261
 × 100 

243

264
 × 100 

91,18% 92,04% 

Berdasarkan hasil nilai presisi yang disajikan 

pada tabel 4.9 dan 4.10, dapat diketahui bahwa tingkat 

kemampuan model analisis sentimen dalam 

menggambarkan keakuratan antara data yang diminta 
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dengan hasil prediksi menggunakan data uji yang 

berasal dari Metode TF-RF memiliki persentase yang 

lebih tinggi jika dibandingkan dengan Metode TF-IDF 

dengan perbandingan untuk kelas sentimen positif 

sebesar 92,64% pada Metode TF-RF berbanding 

84,17% pada Metode TF-IDF, dan untuk kelas sentimen 

negatif sebesar 92,04% pada Metode TF-RF berbanding 

91,18% pada Metode TF-IDF.  

Setelah didapatkan nilai presisi pada model 

klasifikasi, langkah selanjutnya yaitu tahap 

penghitungan nilai recall untuk masing-masing kelas 

sentimen. Berikut merupakan hasil penghitungan nilai 

recall dari model klasifikasi yang telah dirancang 

ditunjukkan oleh tabel 4.11 dan 4.12. 

Tabel 4.11 Hasil Penghitungan Nilai Recall 
Kelas Positif 

Recall (Kelas Positif) 

TF-IDF TF-RF 

𝑇𝑃

𝑇𝑃 + 𝐹𝑁
 × 100 

𝑇𝑃

𝑇𝑃 + 𝐹𝑁
 × 100 

117

117 + 23
 × 100 

126

126 + 21
 × 100 

117

140
 × 100 

126

147
 × 100 

83,57% 85,57% 
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Tabel 4.12 Hasil Penghitungan Nilai Recall 
Kelas Negatif 

Recall (Kelas Negatif) 

TF-IDF TF-RF 

𝑇𝑁

𝑇𝑁 + 𝐹𝑃
 × 100 

𝑇𝑁

𝑇𝑁 + 𝐹𝑃
 × 100 

238

238 + 22
 × 100 

243

243 + 10
 × 100 

238

260
 × 100 

243

253
 × 100 

91,53% 96,04% 

Berdasarkan hasil nilai recall yang disajikan 

pada tabel 4.11 dan 4.12, dapat diketahui bahwa 

tingkat keberhasilan sistem dalam menemukan 

kembali sebuah informasi dengan menggunakan data 

uji yang berasal dari Metode TF-RF memiliki 

persentase yang lebih tinggi jika dibandingkan dengan 

Metode TF-IDF dengan perbandingan untuk kelas 

sentimen positif sebesar 85,57% pada Metode TF-RF 

berbanding 83,57% pada Metode TF-IDF, dan untuk 

kelas sentimen negatif sebesar 96,04% pada Metode 

TF-RF berbanding 91,53% pada Metode TF-IDF.  

Setelah didapatkan nilai recall pada model 

klasifikasi, tahap evaluasi model dapat diakhiri dengan 

penghitungan nilai f1-score untuk mengukur 

kemampuan model analisis sentimen yang telah 
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dirancang dalam menyeimbangkan antara nilai presisi 

dan nilai recall pada masing-masing kelas sentimen. 

Berikut merupakan hasil penghitungan nilai f1-score 

dari model klasifikasi yang telah dirancang 

ditunjukkan oleh tabel 4.13 dan 4.14. 

Tabel 4.13 Hasil Penghitungan Nilai F1-Score Kelas Positif 

F1-Score (Kelas Positif) 

TF-IDF TF-RF 

2 ×
(𝑅𝑒𝑐𝑎𝑙𝑙 × 𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛)

(𝑅𝑒𝑐𝑎𝑙𝑙 + 𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛)
  2 ×

(𝑅𝑒𝑐𝑎𝑙𝑙 × 𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛)

(𝑅𝑒𝑐𝑎𝑙𝑙 + 𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛)
  

2 ×
(83,57 × 84,17)

(83,57 + 84,17)
  2 ×

(85,57 × 92,64)

(85,57 + 92,64)
  

2 ×
7.034,0869

167,74
 2 ×

7.927,2048

178,21
 

83,86% 88,96% 

Tabel 4.14 Hasil Penghitungan Nilai F1-Score Kelas Negatif 

F1-Score (Kelas Negatif) 

TF-IDF TF-RF 

2 ×
(𝑅𝑒𝑐𝑎𝑙𝑙 × 𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛)

(𝑅𝑒𝑐𝑎𝑙𝑙 + 𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛)
  2 ×

(𝑅𝑒𝑐𝑎𝑙𝑙 × 𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛)

(𝑅𝑒𝑐𝑎𝑙𝑙 + 𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛)
  

2 ×
(91,53 × 91,18)

(91,53 + 91,18)
  2 ×

(96,04 × 92,04)

(96,04 + 92,04)
  

2 ×
8.345,7054

182,71
 2 ×

8.839,5216

188,08
 

91,35% 93,99% 

 



101 
 

 
 

Selain melakukan penghitungan nilai presisi dan 

recall, diperlukan penghitungan nilai f1-score untuk 

mengukur kemampuan model analisis sentimen yang 

telah dirancang dalam menyeimbangkan antara nilai 

presisi dan nilai recall. Berdasarkan hasil nilai recall 

pada tabel 4.13 dan 4.14, dapat diketahui bahwa nilai f1-

score yang berasal dari data uji menggunakan Metode 

TF-RF memiliki persentase yang lebih tinggi jika 

dibandingkan dengan Metode TF-IDF dengan 

perbandingan untuk kelas sentimen positif sebesar 

88,96% pada Metode TF-RF berbanding 83,86% pada 

Metode TF-IDF, dan untuk kelas sentimen negatif 

sebesar 93,99% pada Metode TF-RF berbanding 91,35% 

pada Metode TF-IDF 

Adapun kode perintah yang digunakan oleh 

peneliti sebagai bentuk implementasi tahap evaluasi 

terhadap model klasifikasi yang telah dirancang dari 

masing-masing metode pembobtan kata dapat dilihat 

pada kode program 4.31 dengan gambar 4.25 sebagai 

output. 
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print('-----------------------------------------------

-') 

print('Confusion Matrix :') 

print(pd.DataFrame(confusion_matrix(y_idf_test, 

predicted))) 

print('-----------------------------------------------

-') 

print('Hasil Klasifikasi :') 

print(classification_report(y_idf_test, predicted)) 

print('-----------------------------------------------

-') 

print('Confusion Matrix :') 

print(pd.DataFrame(confusion_matrix(y_rf_test, 

predicted))) 

print('-----------------------------------------------

-') 

print('Hasil Klasifikasi :') 

print(classification_report(y_rf_test, predicted)) 

Kode Program 4.31 Tahap Evaluasi Model 

 

 
Gambar 4.25 Output Tahap Evaluasi Model 
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Berdasarkan kode perintah yang dijalankan pada 

kode program 4.32 untuk menjalankan tahap evaluasi 

model, diperoleh hasil output berupa gambar 4.25. 

Adapun tabel 4.15 merupakan hasil evaluasi model 

analisis sentimen dengan menggunakan data uji yang 

berasal dari masing-masing metode pembobotan kata. 

Tabel 4.15 Hasil Tahap Evaluasi Model 

 TF-IDF TF-RF 

Kelas 
Sentimen 

Presisi Recall 
F1-

Score 
Presisi Recall 

F1-
Score 

Positif 84,17% 83,57% 83,86% 92,64% 85,57% 88,96% 

Negatif 91,18% 91,53% 92,24% 92,04% 96,04% 93,99% 

Berdasarkan hasil nilai presisi, recall, dan f1-

score yang telah disajikan pada tabel 4.15, dapat 

diketahui bahwa masing-masing model analisis 

sentimen memiliki performa yang sangat baik. Hal ini 

dikarenakan baik nilai presisi maupun recall yang 

dimiliki oleh masing-masing model mempunyai 

persentase yang tinggi dan mendekati nilai ideal dari 

suatu model yaitu 1 (100%) (Surampudi, 2022). Secara 

keseluruhan, hasil evaluasi model analisis sentimen 

dengan menggunakan data uji yang berasal dari hasil 

pembobotan kata Metode TF-RF terbukti memiliki 

performa yang lebih baik jika dibandingkan dengan 
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data uji yang berasal dari hasil pembobotan kata 

Metode TF-IDF.  

4.6 Visualisasi Model 

Setelah dilakukan tahap evaluasi model, penelitian 

ini dapat diakhiri dengan memvisualisasikan hasil dari 

model analisis sentimen kenaikan harga tiket konser 

pasca pandemi Covid-19 di Indonesia ke dalam bentuk 

grafik dan WordCloud sehingga menjadi lebih mudah 

untuk dipahami. Untuk memastikan kembali hasil dari 

distribusi label sentimen akhir pada DataFrame, peneliti 

menggunakan perintah untuk menampilkannya ke dalam 

bentuk teks dan grafik pie yang ditunjukkan oleh gambar 

4.26 dan gambar 4.27. 

 

 

 
 

 

 

 

 

 

 Gambar 4.27 Persentase Label Sentimen Akhir 

Gambar 4.26 Hasil Distribusi Label Sentimen Akhir 
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Berdasarkan gambar 4.26, dapat diketahui bahwa 

distribusi label untuk sentimen “Negatif” sebanyak 862 

tweet, sedangkan untuk label sentimen “Positif” sebanyak 

471 tweet. Sehingga ketika dijumlahkan terdapat sebanyak 

1333 DataFrame. Selain itu, berdasarkan gambar 4.27 

dapat diketahui bahwa perbandingan persentase dari 

masing-masing label sentimen akhir yaitu label sentimen 

“Positif” sebanyak 35,3% dan label sentimen “Negatif” 

sebanyak 64,7% dari keseluruhan DataFrame yang 

terdapat di dalam korpus. Oleh karena itu berdasarkan 

gambar 4.25 dan gambar 4.26 dapat diketahui bahwa pola 

sentimen yang tercermin dalam data tweet yang diunggah 

di media sosial X memiliki kecenderungan yang negatif dan 

kontra terkait adanya fenomena kenaikan harga tiket 

konser pasca pandemi Covid-19 di Indonesia. 

Selain menggunakan grafik untuk mengetahui hasil 

distribusi label sentimen akhir pada DataFrame, peneliti 

juga menggunakan WordCloud untuk mengetahui kata-

kata yang sering digunakan oleh pengguna media sosial X 

saat mengekspresikan opini mereka mengenai fenomena 

kenaikan harga tiket konser pasca pandemi Covid-19 di 

Indonesia yang ditunjukkan oleh gambar 4.28. 
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Berdasarkan gambar 4.28, dapat diketahui bahwa 

diantara berbagai kata yang muncul dalam WordCloud, 

terdapat beberapa kata yang dicetak lebih besar seperti 

“harga”, “tiket”, dan “konser” merupakan kata yang sering 

digunakan oleh pengguna media sosial X saat 

mengekspresikan opini mereka mengenai fenomena 

kenaikan harga tiket konser pasca pandemi Covid-19 di 

Indonesia. Selain itu, peneliti juga menggunakan 

WordCloud untuk mengetahui kata-kata yang sering 

digunakan oleh pengguna media sosial X pada masing-

masing label sentimen yang ditunjukkan oleh gambar 

4.29. 

 

 

 

Gambar 4.28 WordCloud Tweet Kenaikan  
Harga Tiket Konser 
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Berdasarkan gambar 4.28, dapat diketahui bahwa 

pada WordCloud Tweet dengan label sentimen “Positif” 

menunjukkan sikap antusiasme para pengguna media 

sosial X untuk tetap membeli tiket konser meskipun 

terjadi kenaikan harga yang sangat signifikan. Selain itu, 

dapat diketahui juga bahwa pada WordCloud Tweet 

dengan label sentimen “Negatif” menunjukkan sikap tidak 

setuju para pengguna media sosial X terhadap adanya 

kenaikan harga tiket konser yang signifikan. 

  

Gambar 4.29 WordCloud Tweet Positif dan Negatif 
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BAB V 
KESIMPULAN DAN SARAN 

 

5.1 Kesimpulan 

Berdasarkan hasil pengujian yang telah dilakukan, 

diperoleh beberapa hal yang dapat disimpulkan, antara 

lain: 

1. Dari penelitian ini dapat diketahui bahwa pola 

sentimen yang tercermin dalam data tweet yang 

diunggah di media sosial X memiliki kecenderungan 

negatif dan kontra terkait adanya fenomena kenaikan 

harga tiket konser pasca pandemi Covid-19 di 

Indonesia. Hal ini dapat dibuktikan dengan lebih 

banyaknya jumlah data tweet yang memiliki label 

sentimen negatif daripada label sentimen positif, yaitu 

sebanyak 862 data tweet pada label sentimen negatif 

dengan persentase sebesar 64,7% berbanding 471 data 

tweet pada label sentimen positif dengan persentase 

sebesar 35,3% dari 1333 DataFrame yang telah melalui 

tahap text-preprocessing. Selain itu hasil dari tahap 

evaluasi model juga menunjukkan hasil yang serupa. 

Pada data uji yang diperoleh dari hasil pembobotan 

kata dengan memanfaatkan Metode TF-IDF dan Metode 

TF-RF menghasilkan nilai presisi, recall, serta f1-score 
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yang lebih tinggi untuk kelas sentimen negatif jika 

dibandingkan dengan kelas sentimen positif.  

2. Pada penelitian ini, hasil evaluasi dari model analisis 

sentimen yang telah dirancang menunjukan bahwa 

masing-masing model memiliki performa yang sangat 

baik. Berdasarkan hasil penelitian yang telah dilakukan 

oleh peneliti, Metode TF-RF terbukti memiliki 

performa yang lebih baik jika dibandingkan dengan 

Metode TF-IDF pada tahap ekstraksi fitur. Hal ini 

dikarenakan pada tahap perancangan model analisis 

sentimen berbasis Algoritma Naïve Bayes, dataset yang 

diperoleh dari hasil pembobotan kata dengan 

menggunakan Metode TF-RF dapat menghasilkan nilai 

akurasi yang lebih tinggi jika dibandingkan dengan 

Metode TF-IDF, yaitu sebesar 92,25% pada Metode TF-

RF berbanding dengan 88.75% pada Metode TF-IDF. 

Selain itu, berdasarkan hasil nilai presisi, recall, dan f1-

score yang telah diperoleh pada tahap evaluasi model 

dengan menggunakan Confusion Matrix, data uji yang 

berasal dari hasil pembobotan kata Metode TF-RF 

secara keseluruhan terbukti memiliki persentase yang 

lebih tinggi jika dibandingkan dengan data uji yang 

berasal dari hasil pembobotan kata Metode TF-IDF.  
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5.2 Saran 

Berdasarkan hasil penelitian yang telah 

dilakukan, peneliti memiliki beberapa saran dan 

masukan yang dapat dijadikan sebagai bahan 

pertimbangan pada penelitian selanjutnyam 

diantaranya sebagai berikut : 

1. Dataset yang digunakan oleh peneliti pada 

penelitian ini bersumber dari media sosial X yang 

telah banyak digunakan oleh para peneliti 

sebelumnya. Alangkah baiknya untuk penelitian 

selanjutnya dapat menggunakan dataset yang 

berasal dari media sosial ataupun aplikasi yang 

lainnya. 

2. Peneliti berharap untuk penelitian selanjutnya 

dapat menggunakan perbandingan performa 

antara metode pembobotan kata supervised dan 

unsupervised lainnya sehingga hasil uji yang telah 

diperoleh dapat dibandingkan dengan penelitian 

ini untuk menemukan metode pembobotan kata 

yang optimal baik dalam analisis sentimen maupun 

kasus yang lainnya. 
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Lampiran 5 dataset yang Digunakan pada Penelitian 

NO USERNAME TWEET 
LABEL 

SENTIMEN 

1 achabuccha 

WTB Tiket Konser Flowerful 
JKT48 12th Anniversary - 
Surabaya Section Rose : 1 
Ticket Only Harga Wajar, COD 
di Venue Unesa Surabaya 
#JKT48Anniversary 
#JKTAnniversary12Ticket 

Positif 

2 whiteveitchii 

stress bgt, di LN harga tiket 
konser meski mahal masih 
sepersekian UMR sana, di indo 

udah lebih dr UMR 😭😭 

Negatif 

3 bloomyskies 
akal akalan siapa harga tiket 
konser melejit naik menyaingi 
harga properti 

Negatif 

4 oishiisoda 
harga tiket konser naik tapi 
gajiku kok gak ikutan 
naik???!!???? 

Negatif 

5 firstloginnnn 

wts 2 tiket konser healix 
musication vol 3 Bali harga 
190k aja, yang mau bisa DM 
yaww. #zonajajan #zonauang 

#wts #wtb #denpasarᅠᅠ 

https://t.co/x1vkAuhnnR 

Positif 

6 hanniepeachh 
bjir harga tiket konser 
sekarang kenapa semakin 
kesana kemari 🥹🥹 

Negatif 

7 purrgattorio 

@helowellington COK MAHAL 
BGT BABI COMPARED TO 
HARGA TIKET KONSER 
KEMARIN ASLI 

Negatif 

8 mengskuyy 
Duh ngeri ya harga tiket 
konser udah nyentuh angka 5 
yuta 

Negatif 
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9 adhierio 

Bismillah tawakal WTB // 
Want to Buy!! Tiket Coldplay 
Jakarta CAT 4,5,6 Harga 
Normal naik dikit gpp yg 
penting wajar. COD 
FULLPAYMENT VENUE PLISS 
t. wts wtb konser coldplay 
#ColdplayJakarta 

Positif 

10 ulfarikaaa 
wkwkwkwk mahal banget bjir, 
baru kali ini gue liat harga tiket 

konser sampe 5-7jt 😃 
Negatif 

 

Untuk dataset lengkap dapat diakses di https://s.id/dataset_tiket  

 

 

 

 

 

 

  

https://s.id/dataset_tiket
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